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(57) Abstract: The invention relates to a data-processing device (100) for map-

FIG. 1

ping input data onto output data comprising: an input apparatus (10) for receiv-
ing the input data r(s), producing an input probability distribution p (s) of the
input data and producing a stochastic representation of the input data as a se-
4 quence of input indices, each representing a stochastically determined position
within the input probability distribution; at least one network (20) of at least two
feature modules (21), which are coupled to one another by means of data con-
nections (22), one of the feature modules being coupled to the input apparatus,
each feature module comprising: state-variable memory locations each having
weight storage locations; index storage locations; and a computing unit.

(57) Zusammenfassung: Eine Datenveratbeitungsvorrichtung (100) zur Ab-
bildung von Eingabedaten auf Ausgabedaten umfasst eine (Eingabe-Einrich-
tung (10) zur Aufnahme der Eingabedaten 1(s), Erzeugung einer Eingabe- Wahr-
scheinlichkeitsverteilung p (s) der Eingabedaten und Erzeugung einer stochas-
tischen Reprisentation der Eingabedaten als Sequenz von Eingabe-Indizes, die
jeweils eine stochastisch ermittelte Position innerhalb der Eingabe-Wahrschein-
lichkeitsverteilung reprasentieren; mindestens ein Netzwerk (20) aus mindes-
tens zwei (Merkmalsmodulen (21), die tiber Datenverbindungen (22) miteinan-
der gekoppelt sind, wobei eines der Merkmalsmodule mit der Eingabe-Einrich-
tung gekoppelt ist, wobei jedes Merkmalsmodul Zustandsvariabien- Speicher-
platze jeweils mit Gewichte-Speicherplatzen, Index- Speicherplitze und eine
Recheneinheit umfasst.
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Datenverarbeitungsvorrichtung mit einem kiinstlichen neuronalen Netzwerk und

Verfahren zur Datenverarbeitung

Gebiet der Erfindung

Die Erfindung betrifft eine Datenverarbeitungsvorrichtung, die zur Abbildung von Eingabedaten
auf Ausgabedaten konfiguriert ist, insbesondere eine Datenverarbeitungsvorrichtung mit einem
kinstlichen neuronalen Netzwerk. Des Weiteren betrifft die Erfindung ein Datenverarbeitungsver-
fahren, bei dem Eingabedaten auf Ausgabedaten abgebildet werden, insbesondere ein Datenver-
arbeitungsverfahren unter Verwendung eines kiinstlichen neuronalen Netzwerks. Anwendungen
der Erfindung sind in allen Gebieten der Datenverarbeitung, insbesondere basierend auf maschi-
nellem Lernen und/oder kinstlicher Intelligenz, z. B. bei der Auswertung von Daten und/oder der

datenbasierten Steuerung von Vorrichtungen oder Verfahren gegeben.

Technischer Hintergrund

In der vorliegenden Beschreibung wird auf den folgenden Stand der Technik Bezug genommen,

der den technischen Hintergrund der Erfindung illustriert:

[1] Schmidhuber, J. (2015). Deep learning in neural networks: An overview. Neural net-
works, 61, 85-117;

[2] Rosenblatt, F. (1958). The perceptron: a probabilistic model for information storage and
organization in the brain. Psychological review, 65(6), 386;

[3] Guo, Yanming, et al. "Deep learning for visual understanding: A review." Neurocompu-
ting 187 (2016): 27-48;

[4] Azkarate Saiz, A. (2015). Deep learning review and its applications;

[5] Langkvist, M., Karlsson, L., & Loutfi, A. (2014). A review of unsupervised feature learning
and deep learning for time-series modeling. Pattern Recognition Letters, 42, 11-24;

[6] Silver, D., Huang, A., Maddison, C. J., Guez, A., Sifre, L., Van Den Driessche, G., ... & Die-
leman, S. (2016). Mastering the game of Go with deep neural networks and tree

search. Nature, 529(7587), 484-489;
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[7]

(8]

[9]

[10]

[11]

[12]

[13]

[14]

[15]

[16]

[17]

(18]

[19]

[20]

[21]

[22]

Mnih, V., Kavukcuoglu, K., Silver, D., Rusu, A. A,, Veness, J., Bellemare, M. G,, ... & Pe-
tersen, S. (2015). Human-level control through deep reinforcement learning. Na-

ture, 518(7540), 529;

Gatys, L. A, Ecker, A. S., & Bethge, M. (2016, June). Image style transfer using convolu-
tional neural networks. In Computer Vision and Pattern Recognition (CVPR), 2016 IEEE
Conference on (pp. 2414-2423). IEEE;

WO 2017/021322A1;

Lacey, G., Taylor, G. W., & Areibi, S. (2016). Deep learning on FPGAs: Past, present, and
future. arXiv preprint arXiv:1602.04283;

Rumelhart, D. E., Hinton, G. E., & Williams, R. J. (1986). Learning representations by back-
propagating errors. Nature, 323(6088), 533;

US 2007/192267A1;

US8219507B2;

Hinton, G. E. (2012). A practical guide to training restricted Boltzmann machines. In Neural
networks: Tricks of the trade (pp. 599-619). Springer, Berlin, Heidelberg;

Salakhutdinov, R. and Hinton G. E. (2012) An efficient learning procedure for deep Boltz-
mann machines. Neural Comput. Aug; 24(8):1967-2006. doi: 10.1162/NECO_a_00311
Salakhutdinov, R. (2015). Learning deep generative models. Annual Review of Statistics
and Its Application, 2, 361-385;

Ernst, U., Rotermund, D., & Pawelzik, K. (2007). Efficient computation based on stochastic
spikes. Neural computation, 19(5), 1313-1343;

Spanne, A., & Jorntell, H. (2015). Questioning the role of sparse coding in the brain. Trends
in neurosciences, 38(7), 417-427,

Bruckstein, A. M., Elad, M., & Zibulevsky, M. (2008). On the uniqueness of nonnegative
sparse solutions to underdetermined systems of equations. IEEE Transactions on Infor-
mation Theory, 54(11), 4813-4820;

Kingma, D. P., & Ba, J. (2014). Adam: A method for stochastic optimization. arXiv preprint
arXiv:1412.6980;

Rolinek, M., & Martius, G. (2018). L4: Practical loss-based stepsize adaptation for deep
learning. arXiv preprint arXiv:1802.05074; und

Angeline, P. ., Saunders, G. M., & Pollack, J. B. (1994). An evolutionary algorithm that con-

structs recurrent neural networks. IEEE Transactions on Neural Networks, 5(1), 54-65).

Es ist allgemein bekannt, dass tiefe neuronale Netzwerke [1] eine wichtige Basis vieler Systeme

mit Anwendungen kinstlicher Intelligenz bilden. Tiefe neuronale Netzwerke bestehen aus einer
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Eingabeschicht, einer Vielzahl von verborgenen Zwischenschichten und einer Ausgabeschicht. Die
Schichten sind typischerweise miteinander (iber gewichtete Verbindungen gekoppelt. Meistens
erfolgt die Verarbeitung von Daten gerichtet, indem Signale von der Eingabeschicht sukzessive
Uber die Zwischenschichten bis zur Ausgangschicht propagiert werden (Vorwartsrichtung). Wah-
rend diese Netzwerke theoretisch beliebige Funktionen erfiillen kénnen, ist die Anpassung von
Verbindungsgewichten der Verbindungen zwischen den Schichten ("Lernen") aufgrund der erfor-
derlichen Rechenleistung und/oder Hardware-Anforderungen eine der zentralen Herausforderun-

gen herkémmlicher neuronaler Netzwerke.

Zum Lernen werden fir tiefe neuronale Netzwerke bisher Algorithmen verwendet, die in der Aus-
gangsschicht auftretende Fehler in Rickwartsrichtung liber die Schichten propagieren (z. B. der so
genannte "Backpropagation-Algorithmus") und so den Beitrag der Verbindungsgewichte auch in
vorangehenden Schichten zum Fehler minimieren kénnen (Lésung des "credit assignment prob-
lem"). Diese Algorithmen zeichnen sich dadurch aus, dass Fehlersignale modifiziert Giberall im
Netzwerk zur Verfliigung stehen miissen. Die Verbindungsgewichte miissen gemeinsam fiir das ge-
samte Netzwerk gelernt werden (nichtlokales Lernen). Dies wirkt sich nachteilig auf den Rechen-
aufwand und die Geschwindigkeit des Lernens aus und beschrankt die Zahl der in der Praxis reali-

sierbaren verborgenen Schichten und die Geschwindigkeit der Anwendung des Netzwerks.

Ein weiterer Nachteil von herkbmmlichen tiefen neuronalen Netzwerken besteht darin, dass meist
nur dann nitzliche Lésungen erreicht werden, wenn die Anzahl der freien Parameter im System
stark beschrénkt werden kann. Dies ist z. B. bei den "Deep Convolutional Networks" (DCN) der
Fall, die sich in vielen Anwendungen bewadhrt haben ([2] bis [5]). Sie reichen von dem Spielen von
Brett- und Computer-Spielen ([6], [7]) bis in die Kunst ([8], [9]). Weitere Anwendungen sind z. B.
beim Betrieb autonom fahrender Fahrzeuge, bei der Bildverarbeitung, insbesondere Gesichtser-
kennung, oder Bildverarbeitung flir medizinische Anwendungen (z. B. Tumor-Erkennung auf
MRT/CT Aufnahmen), beim Erkennen von betrigerischen Bank-Transaktionen, bei der Analyse
des Verhalten von Wahlern und deren Manipulation (siehe z.B. https://www.nvidia.de/deep-lear-
ning-ai/) gegeben. Bisher wird versucht, das aufwendige Lernen herkdmmlicher Netzwerke zu be-

schleunigen, indem sie als Hardware-L&sung implementiert werden (siehe z.B. [10]).

Neben den tiefen neuronalen Netzwerken gibt es weitere Typen von neuronalen Netzwerken, die
allerdings weniger erfolgreich sind. Ein Beispiel sind rekurrente Netzwerke, bei denen die verbor-

gene Schicht aus einer Ansammlung von Neuronen besteht, die im Gegensatz zu den typischen
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vorwarts gerichteten Netzwerken auch untereinander verbunden sind. Das Lernen dieses Netz-
werk-Typs ist notorisch schwierig [11]. Weitere Beispiele sind durch die so genannten Hierarchical

Temporal Memory (HTM) Systeme [12, 13] gegeben.

Weitere Netzwerktypen sind riickgekoppelte Netzwerke vom Typ der so genannten Boltzmann
Maschinen ([14], [15]) oder Netzwerke, die auf generativen Modellen [16] basieren. Zu Letzteren
zahlt das in [17] beschriebene vorwarts gerichtete Netzwerk, bei dem die Information vollstdandig
mit stochastisch erzeugten Impulsen (oder: elektrische Aktionspotentiale, Indizes oder "Spikes"
genannt) tbertragen werden und alle Gewichte und Aktivitdten nur positive Werte annehmen

dirfen.

Es erwies sich als vorteilhaft, dass das Netzwerk gemaR [17] rauschrobust ist und fehlende Einga-
bedaten ergdnzen kann. Die Anwendbarkeit des Netzwerks blieb jedoch auf eine einzige verbor-
gene Schicht oder die Kombination mit einem herkdmmlichen hierarchischen neuronalen Netz-
werk beschrankt, obwohl ein groBes Interesse an einer Erweiterung auf mehrere verborgene
Schichten bestand. Es war jedoch noch kein Verfahren bekannt, wie die fiir die Erweiterung auf
mehrere verborgene Schichten notwendigen Gewichte gelernt werden kdnnen. Des Weiteren war
das Netzwerk ein rein vorwarts gerichtetes Netzwerk. Im Ergebnis war das Netzwerk gemaf [17]
insbesondere aufgrund seiner sparlichen Aktivitat vorrangig von theoretischem Interesse, da sich
Beziehungen zur so genannten Sparseness bei der Informationsverarbeitung im Gehirn [18] und
zu "Compressed Sensing"-Verfahren ergaben [19]. Fiir praktische Anwendungen war das Netz-

werk jedoch nur beschrankt geeignet.

Aufgabe der Erfindung

Die Aufgabe der Erfindung ist es, eine verbesserte Datenverarbeitungsvorrichtung und/oder ein
verbessertes Datenverarbeitungsverfahren bereitzustellen, mit denen Nachteile herkdmmlicher
Techniken vermieden werden. Die Datenverarbeitung soll unter Verwendung eines Netzwerks er-
folgen, dessen Eigenschaften fiir eine Abbildung von Eingabedaten auf Ausgabedaten trainierbar
sind. Die Datenverarbeitungsvorrichtung und/oder das Datenverarbeitungsverfahren sollen insbe-
sondere die Probleme herkémmlicher Netzwerke verringern, die beim Lernen und dem Riick-
wartsfluss von Information auftreten. Das Netzwerk soll geeignet sein, eine Datenverarbeitung
mit einer erhéhten Anzahl von Netzwerkknoten, insbesondere mit einer erh6hten Anzahl von
Schichten, und/oder einer erh6hten Geschwindigkeit zu realisieren, insbesondere wenn Anwen-

dungen mit erhdhter Komplexitat gegeben sind. Des Weiteren soll das Netzwerk geeignet sein,
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insbesondere fiir Anwendungen mit geringer Komplexitat, eine Datenverarbeitung mit einer ver-
ringerten Anzahl von Netzwerkknoten, insbesondere mit einer verringerten Anzahl von Schichten,
und/oder einer erhéhten Geschwindigkeit ohne Beeintrdchtigung der Funktion des Netzwerks zu
realisieren. Das Netzwerk soll ferner schaltungstechnisch vereinfacht, insbesondere mit einem

verringerten Aufwand an Hardware-Komponenten realisierbar sein.

Zusammenfassung der Erfindung

Diese Aufgaben werden durch eine Datenverarbeitungsvorrichtung und/oder ein Datenverarbei-
tungsverfahren mit den Merkmalen der unabhadngigen Anspriiche geldst. Vorteilhafte Ausfiih-

rungsformen und Anwendungen der Erfindung ergeben sich aus den abhangigen Anspriichen.

Gemal einem ersten allgemeinen Gesichtspunkt der Erfindung wird die o. g. Aufgabe durch eine
Datenverarbeitungsvorrichtung (oder: Neuronales Netzwerk zur Informationsverarbeitung) gelost,
die zur Abbildung von Eingabedaten auf Ausgabedaten konfiguriert ist. Mit Eingabedaten r(s) wer-
den allgemein vorgegebene Daten bezeichnet, die Informationen reprasentieren und mit der Da-
tenverarbeitungsvorrichtung verarbeitet werden sollen. Die Eingabedaten sind die Daten, aus de-
nen die Ausgabedaten ermittelt werden sollen. Die Eingabedaten liegen z. B. als Ergebnis von
Messungen, Beobachtungen, Informationssammlungen oder numerischen Verfahren vor. Typi-
scherweise umfassen die Eingabedaten numerische Werte r, die als ein- oder mehrdimensionale
Anordnung (Positionen s) an einem Eingang der Datenverarbeitungsvorrichtung aufgenommen
werden. Die Informationen sind in den Eingabedaten als Muster enthalten, die z. B. quantitative
Werte der Eingabedaten und/oder eine Eigenschaft der Anordnung der Eingabedaten umfassen.
Mit Ausgabedaten werden allgemein Daten bezeichnet, die Informationen reprasentieren und mit
der Datenverarbeitungsvorrichtung aus den Eingabedaten erzeugt werden sollen. Mit Datenverar-
beitung wird die maschinengestiitzte (computergestitzte) Erzeugung der Ausgabedaten aus den
Eingabedaten bezeichnet. Die Datenverarbeitung schlie8t in Abhangigkeit von der konkreten An-
wendung der Erfindung insbesondere eine Analyse der Eingabedaten, eine Mustererkennung in
den Eingabedaten, eine Merkmalserkennung in den Eingabedaten, eine Quantifizierung von
Merkmalen, welche durch die Eingabedaten reprasentiert werden, und/oder eine Prognose der
zuklinftigen Veranderung des Systems, welches die Eingabedaten erzeugt, ein. Allgemein werden
die Ausgabedaten durch eine vielparametrige Funktion, welche durch die Datenverarbeitungsvor-
richtung, insbesondere ein in dieser enthaltenes Netzwerk, reprasentiert wird, aus den vorgege-

benen Eingabedaten ermittelt oder diesen zugeordnet (Abbildung von Eingabedaten auf Ausgabe-
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daten). Die vielparametrige Funktion wird in einem Lernmodus der Datenverarbeitungsvorrich-
tung mit bekannten Eingabedaten-Ausgabedaten-Paaren ermittelt und in einem Anwendungsmo-
dus der Datenverarbeitungsvorrichtung auf vorgegebene Eingabedaten angewendet, um zugeho-

rige Ausgabedaten zu ermitteln.

Die Datenverarbeitungsvorrichtung umfasst eine Eingabe-Einrichtung, die zur Aufnahme der Ein-

gabedaten r(s), Erzeugung einer Eingabe-Wahrscheinlichkeitsverteilung p*(s) der Eingabedaten
und Erzeugung einer stochastischen Reprasentation der Eingabedaten in Gestalt einer Sequenz
von Eingabe-Indizes eingerichtet ist. Jeder Eingabe-Index (oder: Spike) reprasentiert eine stochas-
tisch ermittelte Position innerhalb der Eingabe-Wahrscheinlichkeitsverteilung p*(s). Die Eingabe-
Indizes sind beispielsweise die stochastisch ermittelten Positionen an sich oder davon abgeleitete

Zahlen.

Die Eingabe-Wahrscheinlichkeitsverteilung p*(s) der Eingabedaten umfasst eine Folge von Wahr-
scheinlichkeiten der einzelnen Eingabedaten (z. B. berechnet als die Werte der Eingabedaten, je-
weils dividiert durch die Summe der Eingabedaten). Die Sequenz von Eingabe-Indizes wird durch
stochastische Auswahl von Werten aus der Eingabe-Wahrscheinlichkeitsverteilung, z. B. die Vor-
gabe einer Sequenz von Zufallszahlen zwischen 0 und 1, z. B. durch einen Zufallsgenerator, und
die Ermittlung der Positionen in der Eingabe-Wahrscheinlichkeitsverteilung, deren summierte
Wabhrscheinlichkeiten aller vorherigen Positionen an die jeweilige Zufallszahl angepasst ist, gebil-

det. Die stochastische Auswahl wird im Folgenden auch als "ziehen" der Indizes bezeichnet.

Im Ergebnis erzeugt die Eingabe-Einrichtung die Sequenz der Eingabe-Indizes als Folge von Zahlen,
welche eine stochastische Reprasentation der in den Eingabedaten enthaltenen Informationen
darstellt. Die Eingabe-Einrichtung umfasst z. B. eine Schaltung (Eingabe-Schaltung oder Eingabe-
Schaltkreis) mit Speichern und einer Recheneinheit, die fir die Erzeugung der Sequenz von Ein-
gabe-Indizes eingerichtet ist. Des Weiteren kann die Recheneinheit Komponenten enthalten, die
fur die Steuerung von Speichervorgangen in der Eingabe-Einrichtung und/oder des Sendens der

Eingabe-Indizes eingerichtet sind.

Die Datenverarbeitungsvorrichtung umfasst des Weiteren mindestens ein Netzwerk aus mindes-

tens zwei Merkmalsmodulen, die Giber Datenverbindungen miteinander gekoppelt sind, wobei

mindestens eines der Merkmalsmodaule (iber eine Datenverbindung mit der Eingabe-Einrichtung
gekoppelt ist. Die Eingabe-Einrichtung ist zum Senden der Sequenz von Eingabe-Indizes an das

mindestens eine mit der Eingabe-Einrichtung gekoppelte Merkmalsmodul eingerichtet. Jedes
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Merkmalsmodul (auch als Normalisierungseinheit bezeichnet) ist zum Senden einer Sequenz von
Modul-Indizes an die mit diesem Merkmalsmodul gekoppelten Merkmalsmodule eingerichtet. Das
Senden der Sequenz von Eingabe- oder Modul-Indizes umfasst eine Ubertragung der Indizes tiber
die Datenverbindung. Welche Merkmalsmodule miteinander gekoppelt sind, d. h. welche Daten-
verbindungen bestehen, wird durch die Konfiguration des Netzwerks bestimmt. Die Datenverbin-
dungen werden, insbesondere in Abhangigkeit von der konkreten Anwendung der Datenverarbei-
tungsvorrichtung, z. B. basierend auf Erfahrungswerten vorgegeben, und sie kénnen bei Betrieb
der Datenverarbeitungsvorrichtung modifiziert werden. Jedes Merkmalsmodul umfasst, wie im
Folgenden erldutert wird, eine Schaltung (Merkmalsmodul-Schaltung oder Merkmalsmodul-
Schaltkreis) mit Speichern und einer Recheneinheit. Die Zahl der erfindungsgemaR verwendeten
Merkmalsmodule betragt zusatzlich zu den Eingabe- und Ausgabe-Einrichtungen mindestens zwei,

kann aber fiir praktische Anwendungen erheblich gréBer sein.

Die Datenverbindungen von Merkmalsmodulen mit anderen Merkmalsmodulen und/oder der Ein-
gabe-Einrichtung umfassen vorzugsweise Verbindungen liber einen Datenbus oder einen drahtlo-
sen Ubertragungskanal. Die Verbindungen werden z. B. Listen-basiert implementiert. Im Rahmen
einer Netzwerkkonfiguration werden Listen gebildet, die festlegen, von welchen Merkmalsmodu-
len und/oder der Eingabe-Einrichtung an welche anderen Merkmalsmodule Eingabe- oder Modul-
Indizes Gbertragen werden. Die zwischen den Merkmalsmodulen tibertragenen Informationen zur
erfindungsgemalBen Datenverarbeitungsvorrichtung umfassen vorzugsweise ausschliellich die
Eingabe- und Modul-Indizes. Die Merkmalsmodule bilden Knoten des Netzwerks, an denen die
durch die Eingabe- und Modul-Indizes reprasentierten Informationen verarbeitet werden. Obwohl
das Netzwerk keine einzelnen Elemente enthalt, die Neuronen mit einer Konfiguration wie bei ei-
nem herkédmmlichen neuronalen Netzwerk sind, wird das Netzwerk aufgrund seiner Funktion hier

auch als neuronales Netzwerk bezeichnet.

Das Netzwerk wird allgemein aus den Merkmalsmodulen gebildet, deren Anzahl mindestens 2 be-
tragt, bei praktischen Anwendungen jedoch vorzugsweise im Bereich von 10 bis 10000 gewahlt
ist, aber auch dariber liegen kann. Anders als bei herkémmlichen geschichteten Netzwerken sind
die Merkmalsmodule im Netzwerk unabhangig vom Abstand von den Eingabe- und Ausgabe-Ein-
richtungen und der Reihenfolge in Vorwarts- oder Rickwartsrichtung frei kombinierbar, d. h. das
Netzwerk hat nicht notwendigerweise eine Schichtstruktur. Es besteht jedoch die Mdéglichkeit,
Merkmalsmodule zu Schichten zusammenzufassen, um die Architektur eines geschichteten Netz-

werks nachzubilden. Wenn die erfindungsgemale Datenverarbeitungsvorrichtung ein geschichte-
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tes Netzwerk mit mehreren Merkmalsmodulen pro Schicht aufweist, unterscheidet sich dieses je-
doch von den herkdmmlichen Netzwerken, die jeweils eine durchgangige Schicht aus einer Viel-

zahl von Neuronen haben.

Jedes Merkmalsmodul enthalt eine Vielzahl von Speicherplatzen, von denen eine Gruppe von
Speicherplatzen als Zustandsvariablen-Speicherplatze und eine weitere Gruppe von Speicherplat-
zen als Index-Speicherplatze bezeichnet werden. Die Zustandsvariablen-Speicherplatze speichern
normierte latente Zustandsvariablen h;. Jedem Zustandsvariablen-Speicherplatz ist eine Vielzahl
von Gewichte-Speicherplatzen zugeordnet. Die Gewichte-Speicherplatze speichern Gewichte
p(s|i), die den latenten Zustandsvariablen h; zugeordnet sind. Die Index-Speicherplatze jedes
Merkmalsmoduls speichern empfangene Eingabe- oder Modul-Indizes oder von einer Ausgabe-

Einrichtung empfangene Ausgabe-Indizes.

Die Merkmalsmodule sind jeweils zum Senden (Ubertragen) einer zugehérigen Sequenz von Mo-
dul-Indizes an die mit dem jeweiligen Merkmalsmodul gekoppelten anderen Merkmalsmodule
eingerichtet. Jeder Modul-Index reprasentiert, basierend auf einer Merkmalsmodul-Wahrschein-
lichkeitsverteilung h; des jeweils sendenden Merkmalsmoduls, eine stochastisch ermittelte Posi-
tion eines Zustandsvariablen-Speicherplatzes. Die Modul-Indizes werden vorzugsweise erzeugt,
wie oben fir die Eingabe-Indizes und mit weiteren Einzelheiten unten unter Bezug auf die Figuren
erldutert ist. Vorzugsweise umfassen die Modul-Indizes die stochastisch ermittelte Folge von Posi-

tion der Zustandsvariablen-Speicherplatze.

Jedes Merkmalsmodul enthalt des Weiteren die Recheneinheit, die zur Optimierung von den Zu-
standsvariablen h; und optional von deren Gewichten p(s|i) in Abhangigkeit von Eingabe- oder
Modul-Indizes konfiguriert ist. Des Weiteren umfasst die Recheneinheit Komponenten, die fiir die
Steuerung der Speichervorgédnge an den Speicherpladtzen des jeweiligen Merkmalsmoduls, die Be-
rechnung der Modul-Indizes, und/oder die Steuerung des Sendens und Empfanges von Eingabe-

und/oder Modul-Indizes eingerichtet sind.

Im Einzelnen ist die Recheneinheit jedes Merkmalsmoduls dazu eingerichtet, die latenten Zu-
standsvariablen h; und die zugeordneten Gewichte p(s|i), die in dem Merkmalsmodul gespeichert
sind, durch Anwendung einer numerischen Optimierung basierend auf den Werten in den Index-
Speicherplatzen schrittweise so zu verandern, dass fiir alle direkt miteinander gekoppelten Merk-
malsmodule wechselweise die Merkmalsmodul-Wahrscheinlichkeitsverteilung ;; p(s|i)h; des ei-

nen Merkmalsmoduls an die latenten Zustandsvariablen h; des jeweils anderen Merkmalsmoduls
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angepasst ist und die Merkmalsmodul-Wahrscheinlichkeitsverteilung };; p(s|i)h; des mindestens
einen mit der Eingabe-Einrichtung gekoppelten Merkmalsmoduls an die Eingabe-Wahrscheinlich-

keitsverteilung p*(s) angepasst ist.

Die Datenverarbeitungsvorrichtung umfasst des Weiteren eine Ausgabe-Einrichtung, die mit min-

destens einem Merkmalsmodul des Netzwerks tiber eine Datenverbindung gekoppelt und zur Be-
reitstellung der Ausgabedaten eingerichtet ist. Die Ausgabe-Einrichtung umfasst wiederum z. B.
eine Schaltung (Ausgabe-Schaltung oder Ausgabe-Schaltkreis) mit Speichern und einer Rechenein-
heit, die fiir die Erzeugung der Ausgabedaten basierend auf der Sequenz von empfangenen Mo-
dul-Indizes eingerichtet ist. Des Weiteren kann die Recheneinheit Komponenten enthalten, die fiir
die Steuerung von Speichervorgingen in der Ausgabe-Einrichtung und/oder der Verarbeitung der
Modul-Indizes und optional fiir die Erzeugung und riickwérts gerichtete Ubertragung von Modul-
Indizes (so genannte Ausgabe-Indizes) an die mit der Ausgabe-Einrichtung gekoppelten Merkmals-

module eingerichtet sind.

Die Architektur des Netzwerkes ist dadurch bestimmt, welche der Eingabe-Einrichtung, der Aus-
gabe-Einrichtung und der Merkmalsmodule als Quellen fiir Indizes fir das empfangende Merk-
malsmodul bzw. die Ausgabe-Einrichtung dienen, wo dann die empfangenen Indizes fiir die Aktua-
lisierung der latenten Zustandsvariablen und optional fir das Lernen der Gewichte verwendet
werden. Die Gewichte eines Moduls beschreiben in lokaler Weise, wie das empfangende Modul
seine latenten Zustandsvariablen, gegeben einen empfangenen Index und den unten beschriebe-
nen Gleichungen (insbesondere Regeln zur Aktualisierung der latenten Zustandsvariablen), zu ak-
tualisieren hat. Die Gewichte in einem Modul entsprechen einer zweidimensionalen Matrix an
Speicherplatzen mit positiven Werten, wo diese Werte im reellen Wertebereich zwischen 0 und 1

aufweisen.

Jedem Zustandsvariablen-Speicherplatz fiir die latenten Zustandsvariablen sind auf den zugehori-
gen Gewichte-Speicherplatzen die Gewichte zugeordnet, die als ein Vektor an Gewichten betrach-
tet werden kénnen. Die Léange des Vektors entspricht der Summe ber die Anzahl der Speicher-
platze fir latente Zustandsvariablen Giber alle sendenden Komponenten, umfassend die Eingabe-
Einrichtung, die Ausgabe-Einrichtung und die Merkmalsmodule, auf die, entsprechend der Archi-
tektur des Netzwerks, dieses empfangende Modul reagieren soll. In einer optionalen Ausfiih-
rungsform ist die Summe Uber die Speicherwerte des gesamten Vektors auf einen festen Wert
normiert (z.B. den Wert 1). Alternativ kann es vorteilhaft sein, dass die Summe Uber die Speicher-

werte von Abschnitten dieses Gewichtsvektors, insbesondere diejenigen, welche gemeinsam zu
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einem sendenden Eingangs-, Ausgangs-, und Merkmalsmodul gehoren, auf einen festen Wert nor-

miert (z.B. den Wert 1) sind.

Die Gewichte stellen ein Mal3 fiir die Relevanz der Indizes zu den dazugehdrigen Speicherplatzen
der sendenden Module bzw. die Relevanz des kombinierten Auftretens dieser Indizes dar. Werte
von 0 in dem Gewichtsvektor entsprechen einem Ignorieren des entsprechenden Speicherplatzes
des Index-sendenden Moduls. Die Gewichte enthalten die, beim Lernen aus dem prasentierten
Ensemble an Mustern aus den Ubungsdaten (oder aus anderen Quellen wie z.B. bekannte mathe-
matische oder biologische Zusammenhange), extrahierten funktionalen Zusammenhénge, welche

zum Losen der Datenverarbeitungsaufgabe verwendet werden.

Vorteilhafterweise kann die Gewichtsmatrix Templates (Schablonen) und/oder eine Sammlung an
Mischungen von Kombinationen an Merkmalen, die fiir die Losung der Datenverarbeitung rele-
vant sind, umfassen. Ein Beispiel fiir das Entstehen von Templates ist es, wenn besonders infor-
mative Muster aus den Ubungsdaten direkt in die Gewichte abgebildet werden. Im Fall eines
Netzwerkes zur Erkennung von handgeschriebenen Ziffern kdnnten dies beispielsweise verschie-
dene pragnante Ausfiihrungen einer Ziffer, z. B. der Ziffer 2, sein. Die dazugehorige latente Zu-
standsvariable wiirde dann, im Laufe der Verarbeitung der eingehenden Indizes, besonders hohe
Werte erhalten, wenn im Anwendungsmodus diese spezielle Ausfiihrung der Ziffer 2 {(oder mit ei-
ner leichten Variation) gezeigt werden wiirde. Im Beispiel einer Berechnung einer Booleschen

Funktion kénnte dies der Ubernahme der Funktionstabelle in die Gewichte entsprechen.

Gemal einem zweiten allgemeinen Gesichtspunkt der Erfindung wird die o. g. Aufgabe durch ein
Datenverarbeitungsverfahren geldst, das zur Abbildung von Eingabedaten auf Ausgabedaten kon-
figuriert ist. Vorzugsweise wird das Datenverarbeitungsverfahren mit der Datenverarbeitungsvor-

richtung gemal dem obigen ersten allgemeinen Gesichtspunkt der Erfindung ausgefiihrt.

Das erfindungsgemalie Datenverarbeitungsverfahren umfasst die folgenden Verfahrensschritte.
Zunichst erfolgen die Aufnahme der Eingabedaten r(s), die Erzeugung einer Eingabe-Wahrschein-
lichkeitsverteilung p*(s) der Eingabedaten und die Erzeugung einer stochastischen Reprasentation
der Eingabedaten in Gestalt einer Sequenz von Eingabe-Indizes mit einer Eingabe-Einrichtung. Je-
der Eingabe-Index ist eine Zahl, mit der eine stochastisch ermittelte Position innerhalb der Ein-

gabe-Wahrscheinlichkeitsverteilung p*(s) bezeichnet wird.

10
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Des Weiteren wird mindestens ein Netzwerk aus mindestens zwei Merkmalsmodulen betrieben,
die Gber Datenverbindungen miteinander gekoppelt sind, wobei mindestens eines der Merkmals-
module Uber eine Datenverbindung mit der Eingabe-Einrichtung gekoppelt ist und jedes Merk-
malsmodul eine Vielzahl von Zustandsvariablen-Speicherpladtzen, denen jeweils eine Vielzahl von
Gewichte-Speicherpldtzen zugeordnet ist, eine Vielzahl von Index-Speicherpldtzen und eine Re-
cheneinheit umfasst, wobei die Zustandsvariablen-Speicherpldtze normierte latente Zustandsvari-
ablen h; und die Gewichte-Speicherplatze Gewichte p(s|i) speichern, die den latenten Zustands-
variablen h; zugeordnet sind. Die Eingabe-Einrichtung sendet die Sequenz von Eingabe-Indizes an
das mindestens eine mit der Eingabe-Einrichtung gekoppelte Merkmalsmodul. Jedes Merkmals-
modul sendet eine Sequenz von Modul-Indizes an die mit diesem Merkmalsmodul gekoppelten
Merkmalsmodule, wobei jeder Modul-Index basierend auf einer Merkmalsmodul-Wahrscheinlich-
keitsverteilung h; des jeweils sendenden Merkmalsmoduls eine stochastisch ermittelte Position
eines Zustandsvariablen-Speicherplatzes ist. Die Index-Speicherplatze jedes Merkmalsmoduls
speichern empfangene Eingabe- oder Modul-Indizes. Die Recheneinheit jedes Merkmalsmoduls
verdndert schrittweise die latenten Zustandsvariablen h; und die zugeordneten Gewichte p(s|i),
die in dem Merkmalsmodul gespeichert sind, durch Anwendung einer numerischen Optimierung
basierend auf den Werten in den Index-Speicherplatzen, so dass fir alle direkt miteinander ge-
koppelten Merkmalsmodule wechselweise die Merkmalsmodul-Wahrscheinlichkeitsverteilung

2.; p(s|i)h; des einen Merkmalsmoduls an die latenten Zustandsvariablen hides jeweils anderen
Merkmalsmoduls angepasst ist und die Merkmalsmodul-Wahrscheinlichkeitsverteilung

2.i p(s|i)h; des mindestens einen, mit der Eingabe-Einrichtung gekoppelten Merkmalsmoduls an

die Eingabe-Wahrscheinlichkeitsverteilung p*(s) angepasst ist.

Schlieldlich werden die Ausgabedaten mit einer Ausgabe-Einrichtung ausgegeben, die mit mindes-

tens einem Merkmalsmodul des Netzwerks tiber eine Datenverbindung gekoppelt ist.

Weitere unabhangige Gegenstande der Erfindung sind ein Computerprogrammprodukt, das auf
einem Computer-lesbaren Speichermedium gespeichert und zur Ausfiihrung des Verfahrens ge-
mals dem zweiten allgemeinen Gesichtspunkt der Erfindung eingerichtet ist, und ein Computer-

lesbares Speichermedium, auf dem das Computerprogrammprodukt zur Ausfiihrung des Verfah

rens gemal dem zweiten allgemeinen Gesichtspunkt der Erfindung gespeichert ist.

Ein Hauptvorteil der Erfindung besteht in der Bereitstellung einer universell anwendbaren Netz-

werkarchitektur, die eine Ermittlung der Ausgabedaten aus den jeweils gegebenen Eingabedaten

11
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auf der Grundlage der lokal in den Merkmalsmodulen optimierten Gewichte und latenten Zu-
standsvariablen und der gegenseitigen Anpassung der Merkmalsmodul-Wahrscheinlichkeitsvertei-
lung Y; p(s|i)h; des einen Merkmalsmoduls an die latenten Zustandsvariablen h des jeweils an-
deren Merkmalsmoduls von unmittelbar miteinander verbundenen Merkmalsmodulen ermég-
licht. Die Verwendung der Merkmalsmodule fir die Konstruktion von Netzwerken mit frei wahlba-
rer Architektur schlief3t insbesondere Netzwerke vom Typ eines DCNs ein, deren Anwendung von

grofRem technologischem Interesse ist.

Die vorzugsweise ausschlielilich lokale Ermittlung der Gewichte und latenten Zustandsvariablen
jeweils in den Merkmalsmodulen erlaubt eine parallele Arbeit aller Recheneinheiten, wodurch so-
wohl der Lernmodus als auch der Anwendungsmodus beschleunigt werden. Die Datenverarbei-
tung erfolgt mit einer substantiell erhdhten Geschwindigkeit, die z. B. bei einer gegebenen Auf-
gabe zur Verarbeitung von Eingangsdaten gegeniiber der Anwendung herkédmmlicher Techniken
um den Faktor 10.000 oder mehr erhéht sein kann. Eine derartige Beschleunigung ist durch her-
kémmliche Techniken, etwa durch Parallelisierung von Schaltungen zur Datenverarbeitung, nicht
oder nur unter einem unannehmbar hohen Kosten- und Energieaufwand zu erreichen. Die gegen-
seitige Anpassung unmittelbar miteinander gekoppelter Merkmalsmodule und die Transitivitat
der Anpassung miteinander gekoppelter Merkmalsmodule erlaubt es, ein rekurrentes Netzwerk
mit einer Vielzahl von Merkmalsmodulen, insbesondere ein geschichtetes rekurrentes Netzwerk
mit vielen verborgenen Schichten, aufzubauen, in dem Information sowohl vorwarts als auch

rackwarts flieRen kann.

Vorteilhafterweise werden Informationen zwischen den Merkmalsmodulen ausschlieflich in Ge-
stalt der Eingabe- oder Modulindizes (und optional Ausgabe-Indizes), d. h. in Gestalt von stochas-
tischen Zahlenfolgen, ausgetauscht, wodurch die Netzwerk-Architektur erheblich vereinfacht
wird. Ein weiterer Vorteil der Erfindung ergibt sich aus der intrinsischen Stochastik, die erlaubt,
dass das Netzwerk mit Zahlenwerten arbeiten kann, welche eine geringe Auflésung (e.g. Fixpunkt-
zahlen mit wenigen Bits) aufweisen. Dies ermdoglicht es, Merkmalsmodule zu verwenden, die je-
weils fir sich nur einfache Berechnungen ausfiihren. So kann jedes Merkmalsmodul mit seiner ei-
genen Recheneinheit versehen sein. Mit anderen Worten, man kann einfache Recheneinheiten
verwenden (insbesondere mit Zustandsvariablen, die eine geringe Auflésung haben), die eine
massive Parallelisierung der Datenverarbeitung ermdoglichen. Des Weiteren erméglicht die erfin-
dungsgemal’ vorgesehene Verarbeitung stochastischer Informationen im System auch eine inha-

rente Beseitigung oder Unterdriickung von Stérungen, wie z. B. Rauschen, Uberlagerungen u. ..

12
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Die Robustheit der Datenverarbeitung gegeniiber Stérungen steigt. Bei der Verarbeitung der Ein-
gabe- und/oder Modulindizes werden wahrscheinlichere und spéarlichere (englisch: 'sparse’) wie
beim 'importance sampling' Reprasentationen und Lésungen erreicht. Weniger relevante Informa-
tionen werden unterdriickt. Dieser Vorteil wird insbesondere durch Riickkopplungen zwischen

den Merkmalsmodulen erzielt, die z. B. in [17] nicht vorgesehen waren.

Praktische Tests der Erfindung wurden bereits bei der Bildbearbeitung, insbesondere Zifferner-
kennung erfolgreich realisiert. Beispielsweise umfasst ein Ziffererkennungsnetzwerk (iber 800
Merkmalsmodule, die in flinf verborgenen Schichten angeordnet sind. Da die Merkmalsmodule
gleichzeitig und unabhangig voneinander berechnet werden kénnen und zwischen den Merkmals-
modulen relativ wenige Daten ausgetauscht werden (nur die Indizes), wird das Skalierungsprob-

lem herkémmlicher Netzwerke iberwunden.

Die erfindungsgemalRe Datenverarbeitungsvorrichtung kann lokal an einem System, z. B. Gerat,
betrieben werden, an dem die zu verarbeitenden Eingabedaten vorliegen oder erzeugt, z. B. ge-
messen, erfasst, beobachtet, numerisch generiert oder gesammelt, werden. Alternativ oder zu-
satzlich kann die erfindungsgemalBe Datenverarbeitungsvorrichtung in einem Netzwerk betrieben
werden, in dem die zu verarbeitenden Eingabedaten von einem lokal betriebenen System an ei-
nen Server, z. B. einen zentralen Netzwerk-Server tibertragen werden, in dem das Datenverarbei-

tungsverfahren ausgefihrt wird.

GemaR einer bevorzugten Ausfiihrungsform der Erfindung umfasst die Eingabe-Einrichtung min-
destens ein Eingabe-Merkmalsmodul, das wie die tibrigen Merkmalsmodule mit einer Vielzahl von
Zustandsvariablen-Speicherplatzen und einer Recheneinheit, vorzugsweise jedoch ohne Index-
Speicherplatze aufgebaut ist. Die Eingabe-Wahrscheinlichkeitsverteilung p*(s) der Eingabedaten
wird mit der Recheneinheit berechnet und auf den Zustandsvariablen-Speicherplatzen gespei-
chert. Die Verwendung des Eingabe-Merkmalsmoduls als Eingabe-Einrichtung hat den Vorteil,
dass bei der Gestaltung der Datenverarbeitungsvorrichtung eines der Merkmalsmodule frei fiir
die Eingabe von Daten ausgewahlt werden kann. Die Eingabe-Einrichtung kann als Teil des Netz-
werks aus Merkmalsmodulen betrachtet werden. Im Unterschied zu den Gbrigen Merkmalsmodu-
len ist im Eingabe-Merkmalsmodul das Rechenwerk zur Aktualisierung der latenten Zustandsvari-
ablen und Gewichte entfernt oder deaktiviert. Im Eingabe-Merkmalsmodul werden keine
Gewichte berechnet und die Wahrscheinlichkeit in dem Eingabe-Merkmalsmodul, aus der die In-
dizes generiert werden, wird von aufden vorgegeben und dndert sich nicht, weil ein

Eingabe-Merkmalsmodul nicht auf eingehende Indizes reagiert.
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Vorzugsweise ist die erfindungsgemalie Datenverarbeitungsvorrichtung zum Betrieb in einem
Lernmodus oder in einem Anwendungsmodus eingerichtet. Vorteilhafterweise erfordert der
Wechsel zwischen den Modi keine schaltungstechnischen Vorkehrungen. Im Lernmodus (Training
des Netzwerks) ist die Eingabe-Einrichtung zur Aufnahme vorbekannter Lern-Eingabedaten, die
Ausgabe-Einrichtung zur Aufnahme vorbekannter Lern-Ausgabedaten, die den Lern-Eingabedaten
zugeordnet sind, und das Netzwerk aus Merkmalsmodulen fir das Aktualisieren der latenten Zu-
standsvariablen h; und das Lernen der zugeordneten Gewichte p(s|i), mit denen die Lern-Einga-
bedaten auf die Lern-Ausgabedaten abgebildet werden, eingerichtet. Im Lernmodus werden die
Eingabe-Indizes und die Modul-Indizes gleichzeitig oder in einer vorbestimmten Reihenfolge ge-
sendet, um die vielparametrige Funktion zu ermitteln, welche durch das Netzwerk reprasentiert
wird und die Eingabedaten auf die Ausgabedaten abbildet. Das Netzwerk lernt durch Beispiele (In-
put — Output — Paare) seine Funktion, so dass es im Anwendungsmodus bei der Prasentation von
neuen Eingabedaten die korrekten (bisher unbekannten) Ausgabedaten berechnet. Im Lernmodus
ist die Recheneinheit zur Aktualisierung der latenten Zustandsvariablen deaktiviert, weil die
Wahrscheinlichkeitsverteilung zum Generieren der (Ausgabe-)Modul-Indizes von aufRen (Trai-
nings-Ausgabedaten) vorgegeben wird und sich nicht durch eingehende Modul-Indizes dndern

soll.

Im Anwendungsmodus ist die Eingabe-Einrichtung zur Aufnahme von Anwendungs-Eingabedaten
und die Ausgabe-Einrichtung zur Ausgabe von Anwendungs-Ausgabedaten eingerichtet, die den
Anwendungs-Eingabedaten zugeordnet und durch die Merkmalsmodule des Netzwerks mit den
im Lernmodus aktualisierten latenten Zustandsvariablen h; und zugeordneten gelernten Gewich-

ten p(s|i) ermittelt sind.

Der Anwendungsmodus kann mit dem Lernmodus kombiniert werden, indem wahrend der An-

wendung der Datenverarbeitung das Netzwerk auf aktuelle Umgebungsbedingungen eingestellt
wird (Nachlernen). Beim Nachlernen werden zusatzlich Paare von Eingabedaten und Ausgabeda-
ten in das Netzwerk eingegeben und in die Optimierung der latenten Zustandsvariablen und Ge-

wichte einbezogen.

GemaR einer weiteren Variante der Erfindung kann die Eingabe-Einrichtung optional zusatzlich
mindestens ein Lerneingabe-Merkmalsmodul umfassen, das im Lernmodus mit dem mindestens
Netzwerk aus mindestens zwei Merkmalsmodulen gekoppelt und im Anwendungsmodus von dem

mindestens Netzwerk getrennt ist. Vorteilhafterweise kénnen damit im Lernmodus zusatzliche
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Lern-Eingabedaten bereitgestellt werden, die das Lernen beschleunigen und/oder das Lernergeb-

his verbessern (erhdhte Zuverlassigkeit des Netzwerks im Anwendungsmodus).

Ein weiterer wichtiger Vorteil der Erfindung besteht darin, dass die verarbeiteten Daten Informati-
onen verschiedener Kategorien tragen kénnen. Die Eingabedaten und/oder Ausgabedaten kdnnen
z. B. Informationen von Bildmerkmalen, Audiomerkmalen, Sprachmerkmalen, Sensormerkmalen,
Signalmerkmalen, 6konomische Zeitreihen, Verhaltensdaten, Zustandsmerkmalen eines biologi-
schen Organismus, Zustandsmerkmalen eines natirlichen Systems, wie z. B. Wetterdaten, physi-
kalischen Gréfen, chemischen Parametern und/oder Zustandsmerkmale einer technischen Ein-
richtung umfassen. Die Kategorien der Eingabedaten und der Ausgabedaten kénnen gleich oder
verschieden sein. Beispielsweise kénnen eingabeseitige Sprachmerkmalen ausgabeseitig Bild-
merkmalen oder eingabeseitige Bildmerkmale ausgabeseitig diagnostischen Informationen zuge-
ordnet werden. Vorteilhafterweise kénnen die latenten Zustandsvariablen h; Merkmale der Ein-
gabedaten reprasentieren. Die Zuordnung zu Merkmalen der Eingabedaten erfolgt automatisch
im Lernmodus. Alternativ kann es sein, dass latente Zustandsvariablen h; nicht bestimmten, be-
nennbaren Merkmalen der Eingabedaten zuordenbar sind. Des Weiteren kénnen die latenten Zu-
standsvariablen h; verschiedener Merkmalsmodule verschiedene Klassen von Merkmalen der Ein-
gabedaten reprasentieren. Beispielsweise kdnnen die latenten Zustandsvariablen h; verschiede-
ner Merkmalsmodule bei der Verarbeitung von Bilddaten verschiedene Bildmerkmale, wie z. B.
bestimmte geometrische Muster, Farben oder auch Bildbestandteile oder bei der Verarbeitung

von Wetterdaten verschiedene Wettermerkmale reprasentieren.

GemaR einer weiteren bevorzugten Ausfihrungsform der Erfindung kann die Datenverarbeitungs-
vorrichtung mit einer Konfigurationseinrichtung ausgestattet sein, mit der eine Netzwerkkonfigu-
ration einstellbar ist. Die Konfigurationseinrichtung kann z. B. Teil einer Steuereinrichtung der Da-
tenverarbeitungsvorrichtung und tber eine Eingabeschnittstelle durch einen Nutzer, z. B. auf der
Basis von Erfahrungswerten, bedienbar und/oder fiir eine automatische Konfiguration ausgelegt
sein. Die Netzwerkkonfiguration umfasst die Anzahl der Merkmalsmodule, die Anzahl von Zu-
standsvariablen-Speicherplatzen jedes Merkmalsmoduls, die Anzahl von Gewichte-Speicherplat-
zen, die jeweils einem Zustandsvariablen-Speicherplatz in einem Merkmalsmodul zugeordnet
sind, die Anzahl von Index-Speicherplatzen jedes Merkmalsmoduls und/oder die Datenverbindun-

gen zwischen Merkmalsmodulen.
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Die Konfigurationseinrichtung kann vorteilhafterweise fir eine iterative Einstellung der Netzwerk-
konfiguration eingerichtet sein, bei der die Anzahl der Merkmalsmodule und die Anzahl der Zu-
standsvariablen-Speicherplatze jedes Merkmalsmoduls manuell oder programmgesteuert schritt-
weise erhéht werden, bis die Leistung der Abbildung der Eingabedaten auf die Ausgabedaten ei-
nem vorbestimmten Betriebskriterium entspricht, wobei beispielsweise evolutiondre Algorithmen

(siehe [22]) angewendet werden.

Alternativ oder zusatzlich kann die Datenverarbeitungsvorrichtung mindestens ein Reserve-Merk-
malsmodul enthalten, das zu Beginn des Betriebs der Datenverarbeitungsvorrichtung oder auch
nach Durchlaufen des Lernmodus keine Datenverbindung mit dem Netzwerk aus Merkmalsmodu-
len aufweist. Die Konfigurationseinrichtung der Datenverarbeitungsvorrichtung ist in diesem Fall
zur bedarfsweisen Herstellung mindestens einer Datenverbindung des mindestens einen Reserve-
Merkmalsmoduls mit dem Netzwerk aus Merkmalsmodulen eingerichtet. Vorteilhafterweise lie-
fert das mindestens eine Reserve-Merkmalsmodul eine hohe Flexibilitat der Datenverarbeitungs-
vorrichtung in Bezug auf die Anpassung an gednderte Anwendungsbedingungen. Aulerdem er-
laubt dies auch, Ausfalle durch Fertigungsdefekte auf integrierten Schaltungen auszugleichen und

dadurch die Ausbeute zu erhdhen.

Gemal einer weiteren bevorzugten Ausfiihrungsform der Erfindung kann das Netzwerk aus Merk-
malsmodulen ein geschichtetes Netzwerk, insbesondere Deep Convolutional Network (DCN), mit
mehreren Schichten aus Merkmalsmodulen umfassen, bei dem Merkmalsmodule innerhalb einer
Schicht gemeinsame Gewichte haben, die den latenten Zustandsvariablen h; zugeordnet sind. Der
besondere Vorteil dieser Ausfiihrungsform besteht darin, dass an sich bekannte Architekturen ge-
schichteter Netzwerke nachgebildet werden kénnen, wobei jedoch die Anwendung des Netzwerks
erheblich beschleunigt ist. DCNe haben den Vorteil, dass sich viele Merkmalsmodule dieselben
Gewichte teilen, was das Lernen vereinfacht und oft die Leistungsfahigkeit des Netzwerkes ver-

bessert.

Das geschichtete Netzwerk kann insbesondere fiir einen schichtbasierten Lernmodus eingerichtet
sein, wobei die Schichten von der Eingabe-Einrichtung beginnend fir ein Aktualisieren der laten-
ten Zustandsvariablen h; und ein Lernen der zugeordneten Gewichte p(s|i) derart eingerichtet ist,

dass die Lern-Eingabedaten schichtweise auf die Lern-Ausgabedaten abgebildet werden.
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Alternativ kann das geschichtete Netzwerk fiir einen uniiberwachten, schichtbasierten Lernmodus
eingerichtet sein, wobei die Schichten von der Eingabe-Einrichtung beginnend bis zu einer vorletz-
ten Schicht vor der Ausgabe-Einrichtung aufeinanderfolgend fiir eine Ermittlung der latenten Zu-
standsvariablen h; und der zugeordneten Gewichte p(s|i) ohne Berlicksichtigung der Lern-Ausga-
bedaten eingerichtet sind (untiberwachtes Vorlernen) und erst eine letzte Schicht vor der Aus-
gabe-Einrichtung fiir eine Ermittlung der latenten Zustandsvariablen h; und der zugeordneten Ge-

wichte p(s|i) mit einer Berlicksichtigung der Lern-Ausgabedaten eingerichtet ist.

Beim unitberwachten Vorlernen werden die Eingabedaten an der Eingabe-Einrichtung eingege-
ben, aber nur die erste verborgene Schicht des Netzwerkes ist zundchst mit der Eingabe-Einrich-
tung gekoppelt. In diesem Zustand wird der erste Gewichtssatz gelernt, welcher der ersten ver-
borgenen Schicht zugeordnet ist. Nach einer ausreichenden Menge an Lernschritten werden die
Gewichte dieser Schicht festgehalten. Anschlieliend werden die Gewichte der nachsten verborge-
nen Schicht gelernt. Erst bei der letzten verborgenen Schicht werden die Ausgabedaten beim Ler-

nen beriicksichtigt.

Alternativ kann beim Lernen zunachst das Netzwerk fir eine Vorlaufzeit arbeiten, ohne dass die
Lern-Eingabedaten und Lern-Ausgabedaten eingegeben werden. Des Weiteren kann es von Vor-
teil sein, die Gewichte, die ein Merkmalsmodul mit einem anderen verbinden, mit denen in der
Gegenrichtung in ihrer Struktur gleichzusetzen. Wegen der notwenigen Normierung unterschei-

den sich die Werte von der reinen Transposition der entsprechenden Matrizen.

Alternativ kann das geschichtete Netzwerk fiir einen tiberwachten, schichtbasierten Lernmodus
eingerichtet sein, bei dem basierend auf dem aktuellen Lernfehler die Gewichte p(s|i) ausgewahl-

ter Module reinitialisiert werden.

Ein weiterer Vorteil der Erfindung ist es, dass verschiedene numerische MaRe fiir die numerische
Optimierung in den Merkmalsmodulen verfligbar sind. Gemal bevorzugten Varianten der Erfin-
dung kann die Recheneinheit jedes Merkmalsmodul dazu eingerichtet sein, die numerische Opti-
mierung basierend auf einem probabilistischen Ziel-Maf, insbesondere der Log-Likelihood, der
Kullbach-Leibler-Divergenz oder Kombinationen von Vektornormen, auszufiihren. Das numerische
Maf kann in Abhangigkeit von der Anwendung der Erfindung fiir eine schnelle Optimierung beim
Lernen gewahlt werden. Die parallele und asynchrone Aktualisierung sowohl der latenten Zu-

standsvariablen als auch der Gewichte beim Lernen stellt einen wichtigen Vorteil der Erfindung
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dar. Sie folgt aus der Optimierung einer Zielfunktion, die bisher nicht fir das Lernen von Netzwer-
ken aus Merkmalsmodulen verwendet wurde (z. B. Log-Likelihood-MaR). Die Anwendung von Ziel-
MaBen hat ferner den Vorteil, dass diese Abbruchkriterien fir das Lernen ergeben. AuRerdem
wird dabei die Anzahl der nétigen Iterationen bei der Aktualisierung der latenten Variablen fest-

gestellt.

GemaR einer weiteren bevorzugten Ausfihrungsform der Erfindung kann die Ausgabe-Einrichtung
der Datenverarbeitungsvorrichtung mindestens ein Ausgabe-Merkmalsmodul umfassen, das wie
die Gbrigen Merkmalsmodule mit einer Vielzahl von Zustandsvariablen-Speicherplatzen, einer
Vielzahl von Index-Speicherplatzen und einer Recheneinheit aufgebaut ist, wobei die latenten Zu-
standsvariablen des mindestens einen Ausgabe-Merkmalsmoduls oder davon abgeleitete Grofien
als Ausgabedaten ausgegeben werden. Zusatzlich enthalt das Ausgabe-Merkmalsmodul einen
Schaltungsteil zur Extraktion eines Ergebnisses (Ausgabe-Daten) aus den latenten Zustandsvariab-
len. Hierzu ist z. B. eine Schaltung vorgesehen, die auf den Speicherplatzen der latenten Zustands-
variablen eine Ermittlung der Position des Speicherplatzes, welcher den maximalen h;Wert bein-
haltet, ausfiihrt (argmax-Schaltung). Das Ausgabe-Merkmalsmodul kann wie die Gibrigen Merk-
malsmodule Modul-Indizes in Riickwartsrichtung an die mit dem Ausgabe-Merkmalsmodul gekop-
pelten Merkmalsmodule senden (Ubertragung von Ausgabe-Indizes). Die Ausgabe-Indizes werden
vorzugsweise so erzeugt, wie oben fir die Eingabe-Indizes und mit weiteren Einzelheiten unten
unter Bezug auf die Figuren erlautert ist. Die Verwendung des Ausgabe-Merkmalsmoduls als Aus-
gabe-Einrichtung hat den Vorteil, dass bei der Gestaltung der Datenverarbeitungsvorrichtung ei-
nes der Merkmalsmodule frei fiir die Ausgabe von Daten ausgewadhlt werden kann. Die Ausgabe-

Einrichtung kann als Teil des Netzwerks aus Merkmalsmodulen betrachtet werden.

Alternativ oder zusatzlich kann die Ausgabe-Einrichtung einen Klassifikator, insbesondere basie-
rend auf Perzeptrons, oder einer Support-Vektor-Maschine, umfassen, der auf der Basis der laten-
ten Zustandsvariablen von Merkmalsmodulen operiert, mit denen die Ausgabe-Einrichtung gekop-

pelt ist.

Die Datenverarbeitungsvorrichtung kann durch eine integrierte Schaltung, optional gekoppelt mit
einer Steuereinrichtung, z. B. einem Steuercomputer, realisiert werden. Es kann z. B. ein her-
kémmlicher Universal-Prozessor mit z. B. 8 Kernen verwendet werden um 8 Merkmalsmodule
gleichzeitig bereitzustellen. Wegen der hohen Zahl der erfindungsgemal verwendeten Merkmals-

module (z. B. 100 bis 1000) hat die integrierte Schaltung jedoch vorzugsweise eine Prozessorarchi-
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tektur, welche die Verfahren zur Verarbeitung der Daten optimal (d.h. insbesondere mit minima-
ler Anzahl von Speicherzugriffen) umsetzt. Dies wird durch die Einfachheit der auszufiihrenden
mathematischen Einzelschritte des Datenverarbeitungsverfahrens erméglicht, die lediglich Addi-
tion, Multiplikation und Division von positiven Zahlen umfassen. Vorteilhafterweise kénnen dann
hunderte Merkmalsmodule von einem einzigen speziell angepassten Prozessor verarbeitet wer-
den. Eine Vielzahl von Merkmalsmodulen kann in einer einzigen integrierten Schaltung, insbeson-

dere auf einem Chip, realisiert werden.

Die Datenverarbeitungsvorrichtung kann ein einziges Netzwerk aus Merkmalsmodulen beinhal-
ten. Gemals einer vorteilhaften Ausfiihrungsform der Erfindung umfasst die Datenverarbeitungs-
vorrichtung ein modulares System mit mindestens zwei miteinander verbundenen, integrierten
Schaltungen, die jeweils ein Netzwerk aus Merkmalsmodulen aufweisen. Die mindesten zwei
Netzwerke kénnen mit einer einzigen Eingabe-Einrichtung oder mit mehreren Eingabe-Einrichtun-
gen und/oder mit einer einzigen Ausgabe-Einrichtung oder mit mehreren Ausgabe-Einrichtungen
verbunden sein. In diesem Fall kénnen die Flexibilitat bei der Anpassung der Datenverarbeitungs-
vorrichtung an eine konkrete Aufgabe verbessert, die Komplexitat der Anwendung erhéht und/o-

der die Ausfallsicherheit verbessert werden.

Zusammengefasst bietet die Erfindung insbesondere die folgenden Vorteile. Das Netzwerk ist im
Vergleich mit herkdmmlichen Netzwerken mit einer erhdhten Anzahl von Merkmalsmodulen, ins-
besondere Schichten aus Merkmalsmodulen realisierbar. Die erfindungsgemafRe Datenverarbei-
tung ist hochgradig parallelisierbar und in gréBeren Netzwerken bei Real-Time Anwendungen ein-
setzbar. Das Skalierungsproblem herkémmlicher Netzwerke wird durch die Lokalitat, die damit
verbundene Parallelisierung sowie den reduzierten Datenaustausch zwischen Modulen tiberwun-
den. Das Lernen und die Anwendung der Datenverarbeitung sind, insbesondere mit angepasster
Hardware (z. B. FPGA), 1000 bis 10000 mal schneller realisierbar, so dass insbesondere bei
closed-loop-Anwendungen (z.B. in der Robotik) die jeweilige spezielle Aufgabe effizient schnell er-
lernt werden kann oder eine vorgelernte Gewichtsstruktur individuell und moglichst schnell ange-

passt werden kann.

Kurzbeschreibung der Zeichnungen

Weitere Einzelheiten und Vorteile der Erfindung werden im Folgenden mit Bezug auf die beigefiig-

ten Zeichnungen beschrieben. Es zeigen
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Figur 1:

Figur 2:

Figur 3:

Figur 4:

Figur 5:

Figur 6:

Figur 7:

eine Ubersichtsdarstellung einer Datenverarbeitungsvorrichtung mit Merkmalen

bevorzugter Ausfiihrungsformen der Erfindung;

Einzelheiten eines Merkmalsmoduls einer Datenverarbeitungsvorrichtung gemafi

der Erfindung;

eine Darstellung des Informationsaustauschs innerhalb einer Datenverarbeitungs-

vorrichtung gemal der Erfindung;

eine Darstellung des Anwendungs- und des Lernmodus der Datenverarbeitungs-

vorrichtung gemal der Erfindung;

eine Abwandlung des Lernmodus gemaR Figur 4;

eine beispielhafte Illustration einer Anwendung der Datenverarbeitungsvorrich-

tung gemal} der Erfindung;

eine beispielhafte Illustration einer Anwendung der Datenverarbeitungsvorrich-

tung gemal} der Erfindung bei der Bildung eines DCN; und

Figuren 8 bis 26: Einzelheiten einer Hardware-Konfiguration einer Datenverarbeitungsvorrichtung

gemal der Erfindung.

Bevorzugte Ausfiihrungsformen der Erfindung

Einzelheiten bevorzugter Ausfiihrungsformen der Erfindung werden im Folgenden beispielhaft in

Bezug auf die Konfiguration der Datenverarbeitungsvorrichtung, Beispiele von Anwendungen, die

schaltungstechnische Ausfiihrung der Datenverarbeitungsvorrichtung und die mathematischen

Grundlagen der Datenverarbeitung beschrieben. Es wird betont, dass die Umsetzung der Erfin-

dung in der Praxis nicht auf die beschriebenen Ausfiihrungsformen, insbesondere die Anwen-

dungsbeispiele und die schaltungstechnischen Details beschrankt ist. Vielmehr kénnen alle An-

wendungen, die von herkémmlichen neuronalen Netzwerken bekannt sind, und dariiber hinaus

komplexere Datenverarbeitungsaufgaben abgearbeitet werden, und Abwandlungen der Konfigu-

ration und Schaltungstechnik vorgesehen sein.
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Das Verfahren der Bildung eines einzelnen Merkmalsmoduls mit internen latenten Zustandsvari-
ablen sowie die Erzeugung von Modul-Indizes mit einem einzigen Merkmalsmodul sind an sich be-
reits aus [17] bekannt. Die Veroffentlichung [17] wird durch Bezugnahme ausdriicklich in die vor-
liegende Offenbarung aufgenommen, so dass der Fachmann bei der Konfiguration des Netzwerks
der erfindungsgemafien Datenverarbeitungseinrichtung erganzende Informationen aus [17] er-
halt, welche insbesondere die mathematischen Grundlagen der Bildung der latenten Zustandsva-

riablen und der Erzeugung der Modul-Indizes (in [17] als "Spikes" bezeichnet) betreffen.

Konfiguration der Datenverarbeitungsvorrichtung

Figur 1 zeigt eine Ubersichtsdarstellung der Datenverarbeitungsvorrichtung 100 mit einer Ein-
gabe-Einrichtung 10 zur Aufnahme von Eingabedaten r(s), einem Netzwerk 20 mit Merkmalsmo-
dulen 21, die Gber Datenverbindungen 22 miteinander und/oder mit der Eingabe-Einrichtung 10
gekoppelt sind, einer Ausgabe-Einrichtung 30 zur Ausgabe der Ausgabedaten Out und einer Steu-
ereinrichtung 40. Die Eingabe-Einrichtung 10 und die Ausgabe-Einrichtung 30 kénnen jeweils min-
destens ein Modul 11, 31 umfassen, das wie die Merkmalsmodule 21 aufgebaut ist. Wenn meh-
rere Module 11 oder 31 vorgesehen sind, kénnen diese jeweils untereinander und mit Merkmals-
modulen 21 oder jeweils ausschliellich mit Merkmalsmodulen 21 verbunden sein. Des Weiteren
sind die Eingabe- und Ausgabe-Einrichtungen 10, 30 mit Daten-Schnittstellen (Ein- und Auslese-

mechanismen) versehen (nicht dargestellt).

Die Datenverbindungen 22 bezeichnen die software- oder hardware-basierte Kopplung von Merk-
malsmodulen zur Weitergabe von Eingabe- oder Modul-Indizes. Die Steuereinrichtung 40 kann z.
B. einen Computer umfassen, der die Komponenten 10 bis 30 steuert und insbesondere eine Kon-
figurationseinrichtung 41, mit der eine Netzwerkkonfiguration und insbesondere die Datenverbin-
dungen 22 einstellbar sind, eine Bedieneinrichtung 42 und/oder eine Anzeigeeinrichtung 43 ent-
halten. Einzelheiten der Komponenten 10 bis 30 werden unten unter Bezug auf die Figuren 8 bis
26 beschrieben. Die Funktion der Komponenten 10 bis 30 wird unten im Abschnitt "Mathemati-

sche Grundlagen der Datenverarbeitung" beschrieben.

Die Datenverarbeitungsvorrichtung 100 kann durch einen Computer, auf dem eine Software zur
Ausfiihrung des erfindungsgemafien Verfahrens lauft, oder mindestens eine mit den genannten
Komponenten konfigurierte Schaltung, insbesondere mindestens eine integrierte Schaltung (Netz-

werk-Chip, z. B. ASIC-Chip) oder eine Kombination aus beiden realisiert werden. Es kann ferner ein
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modulares Hardware-System mit mindestens zwei integrierten Schaltungen vorgesehen sein, die

jeweils ein oder mehrere Netzwerk(e) 20 aus Merkmalsmodulen 21 umfassen.

Der Aufbau eines Merkmalsmoduls 21 ist schematisch in Figur 2 gezeigt, wahrend die konkrete
schaltungstechnische Umsetzung von Merkmalsmodulen und deren Verbindung in den Figur 8 bis
26 beispielhaft gezeigt ist. Jedes Merkmalsmodul 21 umfasst eine Vielzahl von Speicherplatzen 23
bis 25 und eine Recheneinheit 26. Die Speicherplatze 23 bis 25 umfassen Zustandsvariablen-Spei-
cherplatze 23, denen jeweils eine Gruppe von Gewichte-Speicherplatze 24 zugeordnet sind, und
Index-Speicherpldtzen 25, deren Funktionen unten erldutert werden. Es sind Ny Zustandsvariab-
len-Speicherplatze 23 fiir latente Zustandsvariablen vorgesehen. Bei typischen Anwendungen ist
Ny im Bereich von 4 bis 1024 Aus den Zustandsvariablen-Speicherpladtze 23 wird in jedem Verar-
beitungsschritt ein Modul-Index i;stochastisch erzeugt und an alle mit diesem Merkmalsmodul 21
verbundenen anderen Merkmalsmodule gesendet. Diese anderen Merkmalsmodule (ggf. ein-
schlieBlich die Eingabe-Einrichtung 10) schicken die in diesen stochastisch erzeugten Eingabe- o-
der Modul-Indizes s¥ an dieses Merkmalsmodul 21. Die eingehenden Indizes (hier s}, 52, 53, ...)
werden in den Index-Speicherplatzen 25 im empfangenden Merkmalsmodul 21 gespeichert.
Wenn geniigend Indizes gesammelt wurden, werden die latenten Zustandsvariablen dieses Merk-
malsmoduls auf der Basis ihrer vorigen Werte, dieser gespeicherten Indizes sfund optional den
dazugehérigen Gewichten p(s|i) aktualisiert. Die aktualisierten Werte in den latenten Zustands-
variablen werden dann wieder verwendet um neue Indizes zu generieren, die an die verbundenen
Merkmalsmodule gesendet werden. Die eingehenden Indizes kénnten im Rahmen eines Online-

Lern-Verfahrens auch dazu verwendet werden, die Gewichte selber zu aktualisieren.

Figur 3 zeigt weitere Einzelheiten des Flusses der Indizes am Beispiel eines einfachen Netzwerks
20, das in diesem Fall ein Eingabe-Modul 11 der Eingabe-Einrichtung (EE), zwei Merkmalsmodule
21 (MM1, MM2) und einem Ausgabe-Modul 31 der Ausgabe-Einrichtung (AE) umfasst. In dem Ein-
gabe-Modul 11 wird im Laufe des Betriebes des Netzwerks 20 aus p*(s) eine Sequenz von Ein-
gabe-Indizes sq, S5, S3, S4, ... stochastisch erzeugt (,,gezogen”). Auf Grund der in diesem Beispiel
gewahlten Architektur werden diese Eingabe-Indizes dem ersten Merkmalsmodul MM1 mitge-
teilt. Das Merkmalsmodul MM1 wiederum erzeugt aus dem jeweiligen Zustand seiner latenten
Zustandsvariablen A4 (i) Modul-Indizes iq, i5, I3, iy, ... und sendet diese entsprechend der hier
gewahlten Architektur an das Merkmalsmodul MM2. Merkmalsmodul MM2 generiert die Indizes
J1s J2» J3» Ja» - AUS Rpsar2 () und sendet die Indizes sowohl in Riickwértsrichtung an Merkmalsmo-
dul MM1 als auch an das Ausgabe-Modul 31 der Ausgabe-Einrichtung AE. Das Ausgabe-Modul 31

wiederum sendet k4, ko, k3, k4, ... an das Merkmalsmodul MM2. Diese Folge an Indizes wird aus
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dem jeweils aktuellen Stand von h,¢ (k) erzeugt. Jeder eingehende Index fiihrt zu einer Aktuali-
sierung der latenten Zustandsvariablen des empfangenden Merkmalsmoduls, was die Anderung
der Wahrscheinlichkeitsverteilung fiir die Erzeugung der Indizes in jedem Merkmalsmodul zur
Folge hat. Dies gilt nicht fir p*(s), da diese Wahrscheinlichkeitsverteilung nur von den angelegten
Eingabedaten abhdngt und von der Eingabe-Einrichtung keine Indizes verarbeitet werden. Die Ak-

tualisierung basiert auf den unten beispielhaft beschriebenen mathematischen Operationen.

Figur 4 zeigt den Fluss der Eingabe- und/oder Modul-Indizes in einem Anwendungsmodus und ei-
nem Lernmodus des Netzwerks 20. Typischerweise wird sowohl im Anwendungsmodus wie auch

im Lernmodus ein Muster von Eingabedaten r(s) an die Eingabe-Einrichtung 10 (EE) angelegt.

r(s)
2k (s)

Diese rechnet die Eingabedaten in die Wahrscheinlichkeitsverteilung p*(s) = um, aus der

dann Indizes gezogen werden. Diese Wahrscheinlichkeitsverteilung wird (iber die Verarbeitung
dieser vorgegeben Eingabedaten festgehalten. Im Anwendungsmodus fiihrt dieser Satz an Einga-
bedaten, iber die gegenseitige Aktualisierung der latenten Zustandsvariablen durch die ausge-
tauschten Indizes, zu einer Wahrscheinlichkeitsverteilung in der Ausgabe-Einrichtung 30 (AE).
Diese Wahrscheinlichkeitsverteilung wird dann entsprechend ausgewertet und in ein Ergebnis der
Verarbeitung Gbersetzt (Ausgabedaten OUT). Im Lernmodus wird typischerweise ein zum jeweils
angelegten Eingabe-Muster von Eingabedaten gehdriges vorbekanntes Ausgabe-Muster von Aus-
gabedaten an die Ausgabe-Einrichtung 30 angelegt. Dies fihrt zu einer (fur das jeweilige Muster
festen) Wahrscheinlichkeitsverteilung, die dazu fihrt, dass die Ausgabe-Einrichtung 30 Indizes an
andere Merkmalsmodule 21 sendet. Die Merkmalsmodule 21, die diese Indizes von der Ausgabe-
Einrichtung 30 empfangen, lernen in ihren Gewichten den Zusammenhang (oder Teile davon) zwi-
schen den Eingabe- und Ausgabedaten. Im Anwendungsmodus, in dem neue Eingabedaten zuge-

fiihrt werden, erganzt das Netzwerk die nun nicht mehr anliegenden Ausgabedaten.

Im Lernmodus kann, wie in Figur 5 dargestellt ist, die Eingabe-Einrichtung 10 zusatzlich mindes-
tens ein Lerneingabe-Merkmalsmodul 12 aufweisen, das mit dem Netzwerk 20 aus Merkmalsmo-
dulen 21 gekoppelt ist (Lernmodus mit Seiteneinkopplung). Im Anwendungsmodus ist das
Lerneingabe-Merkmalsmodul 12 von dem mindestens Netzwerk 20 getrennt. An dem zusatzlichen
Lerneingabe-Merkmalsmodul 12 werden die zu lernenden Ausgabedaten zugefiihrt und beim Ak-
tualisieren der Zustandsvariablen und Lernen der Gewichte in den Merkmalsmodulen 21 beriick-
sichtigt. Dadurch wird die Wahrscheinlichkeitsverteilung in der Ausgabe-Einrichtung 30 nicht mit
der gewiinschten Wahrscheinlichkeitsverteilung festgehalten, sondern sie verhalt sich so wie im

Anwendungsmodus. Vorteilhafterweise entspricht die Dynamik der latenten Zustandsvariablen in
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der Ausgabe-Einrichtung 30 und dem Merkmalsmodulen MM2 so mehr dem gewlinschten Zielzu-
stand, da die latenten Zustandsvariablen, im Vergleich zu der Variante, bei der die Ausgabedaten

an der Ausgabe-Einrichtung 30 beim Lernen festgehalten werden, freier variieren kénnen.

Die Figuren 6a bis 6¢ zeigen die Struktur von Netzwerken, welche die Boolesche Paritats-Funktion
berechnen (Figuren 6a und 6b fir 4 bit und Figur 6c fir 8 bit). Wiederum sind beispielhaft die Ein-
gabe-Einrichtung 10, mehrere Merkmalsmodule 21, die gruppenweise zu Schichten 50, 51, 52 zu-

sammengefasst sind, und die Ausgabe-Einrichtung 30 gezeigt.

Figur 6a zeigt das Boolesches Paritat-Netzwerk fir 4 Bit. Jeweils vier Eingabe-Module 11 der Ein-
gabe-Einrichtung 10 mit jeweils zwei Speicherpldtzen beschreiben die Eingabedaten. Entweder ist
der Speicherplatz fur den Bit-Wert 0 oder der Speicherplatz fiir den Bit-Wert 1 aktiv. Die von die-
sen vier Eingabe-Modulen 11 erzeugten Eingabe-Indizes werden an die erste Schicht 50 weiterge-
leitet, wo zwei Merkmalsmodule 21 mit jeweils 4 Speicherplatzen fir latente Zustandsvariablen
vorhanden sind. Diese Merkmalsmodule 21 der ersten Schicht 50 senden Modul-Indizes an das
Merkmalsmodul 21 in der zweiten Schicht 51 sowie empfangen Modul-Indizes aus der zweiten
Schicht 51. Die zweite Schicht 51 besteht aus einem Merkmalsmodul 21 mit vier Speicherplatzen
flir latente Zustandsvariablen. Diese Schicht 51 sendet und empfangt Modul-Indizes an die Aus-
gabe-Einrichtung 30 bzw. von den Merkmalsmodulen 21 in der ersten Schicht 50. Die Ausgabe-
Einrichtung 30 erhalt Modul-Indizes von dem Merkmalsmodul 21 der zweiten Schicht 51. Es wird
dann ausgewertet, welcher der beiden Speicherplatze der Ausgabe-Einrichtung 30 fiir den Bit-
Wert 0 oder 1 den héheren Wert hat und als Ergebnis der Berechnung ausgegeben. Die Gewichte
kénnen gelernt werden. In Figur 6a ist ein Satz an Gewichten durch Linien dargestellt, der die Auf-
gabe |6st. Dabei sind Gewichte mit einem Wert O nicht eingezeichnet. Die gezeigten Gewichte in
einer Schicht haben alle die gleichen Werte, wobei der Wert von der Normalisierung der Gewichte
bestimmt ist. Figur 6b zeigt, wie die Indizes zwischen den Merkmalsmodulen 21 in Figur 6a ausge-
tauscht werden. Figur 6c illustriert eine analoge Struktur und der Informationsfluss fur die 8 Bit-

Paritatsfunktion.

Ein Beispiel eines Deep-Convolution-Netzwerks fiir die Klassifikation handgeschriebener Ziffern,
das durch die erfindungsgemalie Datenverarbeitungseinrichtung realisiert wird, ist schematisch in
Figur 7 illustriert. Bei diesem sind die Merkmalsmodule 21 zu Schichten 53 bis 57 wie folgt zusam-
mengefasst. Der Block A zeigt einen Satz von Eingabe-Merkmalsmodulen der Eingabe-Einrichtung
10 (28 x 28) fur Bilder mit 28 x 28 Pixeln. Jedes Eingabe-Merkmalsmodul 21 enthalt zwei Zustands-

variablen. Dies realisiert eine vereinfachte Version der aus der Biologie bekannten ,, On/Off center
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cells”. Dieser Satz an Eingabe-Merkmalsmodulen sendet Eingabe-Indizes an die Sammlung von
Merkmalsmodulen (Schicht 53). Block B illustriert die Faltungsschicht 53 mit 24 x 24 Merkmalsmo-
dulen mit jeweils 32 latenten Zustandsvariablen. Jedes Merkmalsmodul verarbeitet Modul-Indizes
von 5 x 5 Blocken von den vorgeschalteten Eingabe- Merkmalsmodulen und Indizes von den nach-
geschalteten Merkmalsmodulen mit einer zusammenfassenden Eigenschaft in Schicht 54. Block C
illustriert die Schicht 54 aus 12 x 12 Merkmalsmodulen mit jeweils 32 latenten Zustandsvariablen.
Jedes Merkmalsmodul in dieser Schicht 54 erhalt die Modul-Indizes eines 2 x 2 groBBen und nicht
Giberlappenden Bereiches in der Schicht 53. Die Gewichte zwischen den Schichten 53 und 54 wer-
den nicht gelernt, sondern werden vorkonfiguriert (z. B. manuell vorgegeben), so dass ein Wett-
bewerb zwischen den 32 Merkmalen der vorigen Schicht entsteht. Die Merkmalsmodule der
Schicht 54 verarbeiten auch die Modul-Indizes, welche von den Merkmalsmodulen aus der Fal-
tungsschicht 55 stammen und mit dem jeweiligen Einzugsgebiet der Merkmalsmodule tberlap-
pen. Wenn man hierfiir gemeinsame Gewichte verwenden mdchte, kann hier die so genannte
,Transposed convolution” (auch , fractionally strided convolutions”) angewendet werden. Block D
illustriert die 5 x 5 Faltungsschicht 55 mit 8 x 8 Merkmalsmodulen. Ahnlich zu den Merkmalsmo-
dulen in der Schicht 53, aber mit 64 Speicherplatzen fir die latenten Zustandsvariablen in den je-
weiligen Merkmalsmodulen. Block E ist eine Schicht 56 wie die Zusammenfassungs-Schicht 54,
aber nur mit 2 x 2 Merkmalsmodulen mit jeweils 64 Speicherplatzen fir die latenten Zustandsvari-
ablen. Block F zeigt ein vollverbundenes Merkmalsmodul 57. Dieses enthalt 1024 Speicherplatze
flir latente Zustandsvariablen und ist vollstandig mit der Zusammenfassungs-Schicht 56 und Aus-
gabe-Einrichtung 30 vernetzt. Diese ist in Block G mit 10 Speicherplatzen fiir die latenten Zu-
standsvariablen gezeigt, welche die 10 méglichen Ziffern reprasentieren. Zum Bestimmen der er-
kannten Ziffer wird die Position des Speicherplatzes mit dem héchsten Wert in der Verteilung der

latenten Zustandsvariablen errechnet und als Ausgabedaten verwendet.

Hardware-Konfiguration einer Datenverarbeitungsvorrichtung

Die Figuren 8 bis 26 zeigen Einzelheiten einer Hardware-Konfiguration einer Datenverarbeitungs-
vorrichtung gemaR der Erfindung (insbesondere gemal den Darstellungen in den Figuren 1 bis 7),

wie sie durch eine oder mehrere integrierte Schaltung(en) realisiert werden kann.

Die Figuren 8 bis 13 zeigen zunachst Grundbausteine, die in der Datenverarbeitungsvorrichtung

verwendet werden. Grundbaustein * in der integrierten Schaltung gemaR Figur 8 ist fur die Multi-

plikation zweier Zahlen in Pipeline-Bauweise konfiguriert. In jedem Zeitschritt werden ein Werte-
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paar von Eingabevariablen (A, B) sowie ein Ordnungsparameter i eingegeben. Nach einer Verzoge-
rung durch die Ausfiihrung der Operation verldsst das Ergebnis der Multiplikation und der Ord-
nungsparameter i, der das A & B Paar bei seiner Verarbeitung begleitet, den Grundbaustein *.

Dieser Grundbaustein wird in den folgenden Figuren durch das Zeichen * reprasentiert.

Grundbaustein + in der integrierten Schaltung gemaf Figur 9 ist flir die Addition zweier Zahlen in
Pipeline-Bauweise konfiguriert. In jedem Zeitschritt werden ein Wertepaar von Eingabevariablen
(A, B) und ein Ordnungsparameter i eingegeben. Nach einer Verzogerung durch die Ausfihrung
der Operation verldsst das Ergebnis der Addition und der Ordnungsparameter i, der das A & B
Paar bei seiner Verarbeitung begleitet, den Grundbaustein. Dieser Grundbaustein wird in den fol-

genden Figuren durch das Zeichen + reprasentiert.

Figur 10 zeigt den Grundbaustein / in der integrierten Schaltung. In diesem werden zundchst ein
Wert A und der Wert 1 addiert. Aus A+1 wird in sequentieller Weise 1/(A+1) ausgerechnet. Nach
der Beendigung dieser Operation wird B mit 1/{A+1) durch eine Multiplikationspipeline multipli-
ziert. A @ndert sich deutlich seltener als B. i ist ein Ordnungsparameter zu B, der das B wahrend
seiner Verarbeitung begleitet. Dieser Grundbaustein wird in den folgenden Figuren durch das Zei-

chen / reprasentiert.

In Figur 11 ist der Grundbaustein MEM in der integrierten Schaltung gezeigt, der Speicherplatze in
einem Merkmalsmodul mit Speicherplatzen 23, 24 fir die latenten Zustandsvariablen k(i) und
den dazugehérigen Gewichtswerte p(s|i) beinhaltet (siehe Figur 2). Das Modul MEM hat die drei
Funktionen Lesen (Figur 11a), Schreiben der latenten Variablen (Figur 11b) und Schreiben der Ge-
wichte (Figur 11c). Auf der Basis eines Paares (s,i) kdnnen gemaR Figur 11A die beiden Arten von
Speicherplatzen 23, 24 ausgelesen werden. Alternativ kann z.B. bei Anliegen eines neuen Eingabe-
Musters die Ausgabe von h(i) durch einen Initialwert (hier 1/Ny , wobei Ny der Anzahl der ver-
wendeten Speicherplatze fir die latenten Zustandsvariablen entspricht) ersetzt werden, was das
zusitzliche initiales Uberschreiben der Speicherplatze der latenten Zustandsvariablen einspart.
Um den richtigen Speicherplatz fir p(s|i) zu finden, wird ein Speicherplatzpositionsrechner ver-
wendet, der Teil der Recheneinheit 26 (siehe Figur 2) ist. Als Reaktion auf ein Paar (s,i), liefert der
Grundbaustein MEM die dazugehdrigen h(i) , p(s|i) und den dazugehé&rigen Ordnungsparameter
i. Figur 11b zeigt die Konfiguration fiir das Schreiben in die Speicherplatze h(i) 23 und Figur 11c
zeigt die Konfiguration fiir das Schreiben der Gewichte p(s|i). Dieser Grundbaustein wird in den

folgenden Figuren durch das Zeichen MEM reprasentiert.
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Figur 12 illustriert den Grundbaustein MULTI-NORM in der integrierten Schaltung. Dieser Baustein
erfillt mehrere Aufgaben: 1.) eine Kombination A(i), p(s|i) und i wird durch eine Multiplikations-
pipeline gemaR Figur 8 in h(i)p(s|i) umgerechnet und von dem dazugehérigen Ordnungsparame-
ter i begleitet. 2.) Das Ergebnis der Multiplikationspipeline geméR Figur 8 wird von einem Sub-
Baustein erfasst, und daraus wird die kumulative Summe Gber alle A(i)p(s|i) gebildet. Wenn

alle i Tupel abgearbeitet wurden, wird X/ },; h(i)p(s|i) ausgerechnet. Wenn parallel zur Aktuali-
sierung der latenten Zustandsvariablen h(i) auch ein Lernen der dazugehérenden Gewichte
durchgefiihrt werden soll, ist es effizient, parallel y(t)/ 3.; h(i)p(s|i) auszurechnen, wobei y (t)
der aktuellen Lernrate entspricht. Nach dem Ende der Division bleibt das Ergebnis erhalten, auch
wenn weitere Berechnungen in der Multiplikationspipeline durchgefiihrt werden, bis das Ergebnis
durch einen Reset geldscht wird. Dieser Grundbaustein wird in den folgenden Figuren durch das

Zeichen MULTI-NORM reprasentiert.

Schlielilich zeigt Figur 13 den Grundbaustein INDEX GENERATOR in der integrierten Schaltung. Die
Aufgabe dieses Bausteins ist es, die Werte der latenten Zustandsvariablen eines Moduls (Merk-
malsmodul, Eingabe-Einrichtung oder Ausgabe-Einrichtung) und einer Zufallszahl R, in entspre-
chende Indizes umzurechnen. Fiir die Berechnung jedes neuen Index-Wertes der Eingabe- oder
Modul-Indizes wird die Anzahl der aktiven Speicherplatze der latenten Zustandsvariablen Ny ge-
setzt und eine Zufallszahl R, zur Verfiigung gestellt (z.B. eine 32 Bit Zufallszahl aus einem Mer-
senne Twister MT 19937). Es werden nun Paare an latenten Zustandsvariablen h(i) und deren
Ordnungsparameter i an den INDEX GENERATOR iibergeben. Dieser Grundbaustein konvertiert
h(i) in das Zahlenformat der Zufallszahl (z.B. von FlieRkommazahl in Fixpunktzahl) und summiert
die gezeigten h(i) schrittweise zu o (i) kumulativ auf. Wenn o (i) gréRer oder gleich R; wird, wird
dieser i Wert gespeichert und als Index-Wert weitergegeben. Sollte i den Wert Ny annehmen,

ohne dass o (i) groBer oder gleich Rywird, wird Ny als neuer Index-Wert weitergegeben.

Ein Standard-Vorgehen beim Lernen von Gewichten in herkdmmlichen Netzwerken wird als "Ab-
kithlen" bezeichnet. Durch dieses Verfahren soll vermieden werden, dass die Gewichte in lokalen
Minima der Zielfunktion (hier: das probabilistische Ziel-MaR) hangen bleiben. Zum optional vorge-
sehenen "Abkihlen" in der erfindungsgemafRen Datenverarbeitungsvorrichtung wird die Erzeu-
gung der Indizes modifiziert. Anstatt direkt aus den internen Zustandsvariablen die Indizes
stochastisch zu ziehen, wird eine Kopie der internen Zustandsvariablen erzeugt, auf die ein Offset
addiert wird. Dies wird dann wieder normalisiert und zum Ziehen der Indizes verwendet. Uber die

Lernschritte wird die GréRBe des Offsets immer weiter verringert.
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Figur 14 zeigt beispielhaft einen Rechenblock der Recheneinheit jedes Merkmalsmoduls, der zum
Erzeugen von Indizes mit dem Verfahren zum "Abkuhlen" der Eingabe-Wahrscheinlichkeit p* (s)
bzw. Merkmalsmodul-Wahrscheinlichkeit A (Z) beim Lernen konfiguriert ist. Bei einigen Lern-Prob-
lemen ist es bevorzugt, die Wahrscheinlichkeit, aus der die Indizes erzeugt werden, nach der Glei-
chung A" (i) = a(t) /Ny + (1 — a(®))h(i) bzw. p*™e*(i) = a(t)/Ns + (1 — a(t))p*(s) zu
glatten. a(t) wird dann liber das Lernen immer weiter reduziert. Eine effiziente Art, aus diesen
modifizierten Wahrscheinlichkeitsverteilungen Indizes zu erzeugen, ist es, einen doppel-stochasti-
schen Prozess zu verwenden. Einerseits werden auf der Basis einer Zufallszahl R, zwei Indizes ge-
zogen, die einen Index aus der Verteilung der latenten Zustandsvariablen h(i) (bzw. p*(s)) und
einen Index aus der Gleichverteilung 1/Ny bzw. 1/Ng ( Ny bzw. Ng entsprechen der Anzahl der
jeweils aktiven Speicherpldtze) umfassen. Mit der Hilfe einer zweiten Zufallszahl R, wird auf Basis
der Wahrscheinlichkeit a(t) bestimmt, welcher der beiden aus der Zufallszahl R, bestimmten Indi-
zes als Ergebnis verwendet wird. Dieser Rechenblock besteht aus drei Grundbausteinen INDEX GE-

NERATOR.

Figur 15 zeigt einen Rechenblock der Recheneinheit jedes Merkmalsmoduls, der zum Erzeugen

eines normalisierten Offsets auf den Gewichten beim Lernen konfiguriert ist. Es kann von Vorteil
sein, daflr zu sorgen, dass die Gewichte p(s|i) beim Lernen nicht den Wert einer perfekten Null
annehmen. Dies kann durch die Addition eines Offsets erfolgen. Dabei wird aber dafiir gesorgt,

dass trotzdem die Normierung Y. pV¢%(s|i) = 1 erhalten beibt. Um dies zu erfiillen, kann dieser
Rechenblock an den Ausgang des Grundbaustein MEM gekoppelt werden (wird in den folgenden
Zeichnungen nicht gezeigt, um die Ubersichtlichkeit der Zeichnungen zu erhalten). Zunichst wird
dem Rechenblock gemaR Figur 15 zur Vorbereitung der Wert des Offsets ¢ und 1/Ng mitgeteilt,

wobei Ng der Anzahl der méglichen s in p(s|i) entspricht. Mit diesen Informationen wird Ni be-
S

rechnet. Mit Hilfe der Grundbausteine + und / wird der normalisierte Offset auf den Gewichten in

einer Pipeline-weise ausgefihrt.

Figur 16 zeigt einen Rechenblock der Recheneinheit jedes Merkmalsmoduls, der zum Berechnen
einer Wahrscheinlichkeitsverteilung p(s) aus beobachteten Indizes konfiguriert ist. Die beobach-
teten Index-Werte s werden verwendet, um die Anzahl der bisher beobachteten Indizes (mit die-
sem Index-Wert s) c(s) aus ihrem Speicherplatz zu lesen, anschlieRend um den Wert 1 zu erhé-
hen und wieder in den Speicherplatz c(s) zu schreiben. Parallel dazu wird immer der Speicher-

wert ¢4y gelesen und um den Wert 1 erhéht und wieder in den Speicher geschrieben. Wenn die
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Wahrscheinlichkeitsverteilung benétigt und abgerufen wird, wird Cy4;; in ein passendes Zahlenfor-

mat tberfihrt und — wird berechnet. Dann wird ein Index-Wert s angelegt, der dazu fihrt, dass
All

der Speicherplatz c(s) gelesen wird, in ein passendes Zahlenformat tberfihrt wird, und dann

durch eine Multiplikationspipeline mit CL multipliziert wird. Das Ergebnis dieser Berechnung ver-
All

lasst dann diesen Rechenblock gemal? Figur 16 und wird in den Figuren 22 und 23 als Eingabe ver-

wendet.

Die Phasen der Dynamik der latenten Zustandsvariablen ist in den Figuren 17 und 18 illustriert:
Figur 17 zeigt Phase 1 der Aktualisierung der latenten Zustandsvariablen h(i) auf der Basis des In-
dex-Werts s. Der Index-Wert s wird von auen vorgegeben. Alle i aus {1, ---, Ny} werden nachei-
nander an den Grundbaustein MEM angelegt. Alle Ny Speicherplatze der latenten Zustandsvariab-
len h(i)und den dazugehdrigen Ny Gewichtswerte p(s|i) werden abgerufen. Optional kénnen
diese Werte durch den Rechenblock ,,normalisierten Offset” geleitet werden. Danach enden die
Werte in dem Grundbaustein MULTI-NORM. Nach Durchlaufen aller Ny Wertepaare erhéalt man
e(t)/ X h(D)p(s|i), was die Grundlage fiir Phase 2 bildet.

Figur 18 zeigt Phase 2 der Aktualisierung der latenten Zustandsvariablen h(i) auf der Basis des In-
dex-Werts s. Der Index-Wert s wird von auen vorgegeben. Alle i aus {1, ---, Ny} werden nachei-
nander an den Grundbaustein MEM angelegt. Alle NySpeicherpldtze der latenten Zustandsvariab-
len h(i)und den dazugehdrigen Ny Gewichtswerte p(s|i) werden abgerufen. Optional kénnen
diese Werte durch den Rechenblock ,,normalisierten Offset” geleitet werden. Der Grundbaustein
MULTI-NORM liefert h(i)p(s|i) und halt noch e(t)/ Y.; h(i)p(s|i) aus Phase 1 vor. Mit der Hilfe
einer Serie von Grundbaustein (*, + und \) werden die latenten Zustandsvariablen k(i) entspre-
chend aktualisiert. Die neuen Werte werden einerseits in die dazugehdrigen Speicherplatze in
MEM fir die latenten Zustandsvariablen geschrieben, andererseits beobachtet der Grundbaustein
INDEX GENERATOR (bzw. der Rechenblock zum Erzeugen von Indizes mit ,,Abkiihlen”) parallel die
neuen k(i) Werte, um einen neuen Index fir dieses Merkmalmodul (oder dieser Ausgabe-Einheit)

zu berechnen.

Die Phasen des Online-Lernens der Gewichte p(s|i) ist in den Figuren 19 bis 21 illustriert: Figur 19
zeigt Phase 1 des Online-Lernens der Gewichte p(s|i). Parallel zur Phase 1 der Aktualisierung der
latenten Zustandsvariablen gemaR Figur 17 wird €(t)/ Y.; h(i)p(s|i) berechnet. Figur 20 zeigt
Phase 2 des Online-Lernens der Gewichte p(s|i). Parallel zur Phase 2 der Aktualisierung der laten-

ten Zustandsvariablen k(i) gemaR Figur 18 werden mit der Hilfe eines weiteren Grundbausteins *
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die Werte y(t)h(D)p(s|i)/ X h(D))p(s|i) ausgerechnet und in den Speicherplatzen einer Hilfsvari-
ablen U(i) gespeichert. Figur 21 zeigt Phase 3 des Online-Lernens der Gewichte p(s|i). Der ex-

terne Index, der zur Aktualisierung der latenten Zustandsvariablen genutzt wurde, wird im Folgen-
den als s; weiter bereitgehalten. Der Speicherplatz i der Hilfsvariablen U (i) wird gelesen, und ein
Grundbaustein \ wird mit diesem Wert bestiickt. Dann werden alle N¢Werte fiir s durchlaufen. Im

Fall, dass s == s;, wird U(i) zu p(s|i) addiert. Der Grundbaustein \ multipliziert dann p(s|i) bzw.

1
1+U (i)

p(s|i) + U (@) mit . Das Ergebnis dieser Berechnung wird dann in die entsprechenden Spei-

cherplatze p(s|i) in MEM geschrieben.

Das Lernens der Gewichte p(s|i) auf Basis einer Sammlung von Mustern ist in den Figuren 22 bis
23 illustriert. Figur 22 zeigt Phase 1 des Lernens der Gewichte p(s|i) auf Basis der Sammlung von
Mustern. Nachdem fiir ein Eingabe-Muster von Eingabedaten ausreichend Indizes zur Aktualisie-
rung der latenten Zustandsvariablen verwendet wurden und mit dem Rechenblock zum Berech-

nen einer Wahrscheinlichkeitsverteilung p(s) aus beobachteten Indizes ausgewertet wurden,

p(s)

wird Uber alle der N aktiven Speicherplatze der latenten Zustandsvariablen S OpGD

ausge-

rechnet. Figur 23 zeigt Phase 2 des Lernens der Gewichte p(s|i) auf Basis einer Sammlung von

p(s)

Mustern. Mit Hilfe des Grundbausteins * wird ————
% h(Dp(S|D)

mit p(s|i)h(i) verrechnet. Das Ergebnis

w fur dieses Muster wird zu der Hilfsvariable W (s|i) addiert, in die schon die Informati-
Zih@p(s]D)
onen von den vorangegangen Mustern akkumuliert wurden. Nachdem alle Muster abgearbeitet
wurden, muss W (s|i) mit p(s|i) verrechnet werden. Dies kann auch auf der integrierten Schal-
tung erfolgen. Alternativ kann W (s|i) und p(s|i) an eine CPU Gbergeben werden, die dann die
Aktualisierung von p(s|i) durchfihrt. Dies erlaubt den flexiblen Einsatz von komplexeren Aktuali-

sierungsverfahren z.B. basierend auf ADAM oder L4.

Die Organisation der Kommunikation der Merkmalsmodule (einschlieBlich Eingabe-Einrichtungen
und/oder Ausgabe-Einrichtungen) durch gemeinsame Datenbusse A, B ist in Figur 24 illustriert.
Alternativ kann das die Datenverarbeitungsvorrichtung mit einem einzigen Datenbus konfiguriert
sein. Alle oder eine Untermenge der Merkmalsmodule sind an einen gemeinsamen Datenbus an-
gebunden. Jedes Modul, das mit einem der Datenbusse A, B verbunden ist, hat eine eindeutige
Nummer auf jedem dieser Datenbusse A, B. Diese Nummer kann sich je nach Datenbus unter-
scheiden. Eine Zahler-Kontrolleinheit beobachtet, ob alle Merkmalsmodule mit der Abarbeitung
ihrer Index-Speicher fertig sind. Sind alle Merkmalsmodule entsprechend fertig, ruft die Zahler-

Kontrolleinheit alle an ihrem Datenbus vorhandenen Merkmalsmodule durch Veréffentlichung
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derer eindeutigen Nummern einmal auf. In einem definierten zeitlichen Abstand (der fiir alle
Merkmalsmodule, Eingabe- und Ausgabemodaule gleich ist) reagieren die aufgerufenen Merkmals-
module auf die Nennung ihrer Nummer. Als Reaktion wird, falls dieses aufgerufene Merkmalsmo-
dule Informationen besitzt, welche den anderen Merkmalsmodule mitgeteilt werden muss, die
eigene Merkmalsmodul-Nummer und der generierte Index-Wert tiber den gemeinsamen Daten-
bus an alle anderen angeschlossenen Merkmalsmodule Gbermittelt. Es kann von Vorteil sein,
mehrerer dieser Datenbusse zu betreiben, und die Datenbusse kénnen sich Giber mehrere inte-
grierte Schaltungen erstrecken. Die Zahler-Kontrolleinheit wird wiederum durch eine tibergeord-
nete Kontrolleinheit (Steuereinrichtung 40, siehe Figuren 1 und 26) gesteuert. Haben alle an ei-
nem Datenbus angeschlossenen Merkmalsmodule ihre Verarbeitung beendet, teilt dies die Zah-
ler-Kontrolleinheit der (ibergeordneten Kontrolleinheit mit und wartet auf einen Befehl, der die

nachste Runde an Datenaustausch und Abarbeitung der errechneten Index-Werte anstoft.

Figur 25 illustriert einen gemal einer vorteilhaften Variante der Erfindung vorgesehenen Modul-
Filter innerhalb eines Merkmalmoduls und der Ausgabe-Einrichtung. Alle Merkmalsmodule an
dem gemeinsamen Datenbus teilen ihre Information tiber ihre Indizes allen anderen angeschlos-
senen Merkmalsmodulen mit. Zur Realisierung einer geeigneten Architektur kann es aber von
Vorteil sein, wenn (wahrend der Laufzeit) definierbar ist, auf welche anderen Merkmalsmodule
jedes Merkmalsmodul reagieren soll. Hierzu hat jedes Merkmalsmodul fiir jeden der Datenbusse,
an denen dieses angeschlossen ist, eine Liste. Nur wenn die eindeutige Nummer eines empfan-
genden Merkmalsmoduls in dieser Liste vorhanden ist, wird der eingehende Index der sendenden
Gruppe in die Index-Speicherliste aufgenommen. Die Liste enthalt noch weitere Informationen fiir
jedes der zu beobachtenden Merkmalsmodule, wie z.B. einen Index-Offset So¢fser , welcher von
der eingehenden Modul-Nummer abhéngt, damit zwischen dem empfangenen Index-Wert s;;,
und den Speicherplatzen fir die Gewichte p(s|i) eine Zuordnung stattfinden kann. So kann z.B
eine Umrechnung des eingegangenen Index-Wertes s;,, auf die Gewichtsmatrix in folgender
Weise erfolgen: p(s = s, + Soffser |1). Auch kann die Liste individuelle € und Lernraten y fir je-
des sendende Modul beinhalten. Wenn die Zahler-Kontrolleinheit dem Modul mitteilt, dass alle
Indizes ausgetauscht sind, arbeitet das Modul die in der Index-Speicherliste gesammelten Indizes
ab. Abgearbeitete Indizes werden aus der Liste entfernt. Ist die Liste leer, wird der letzte bei der
Aktualisierung erzeugte eigene Index-Wert in einen Speicher kopiert. Der Zahler-Kontrolleinheit
wird mitgeteilt, dass die Liste abgearbeitet ist. Kommt nun ein neuer Aufruf der Zahler-Kontrol-
leinheit, werden die eindeutige Nummer des Moduls und der gespeicherte eigene Index tiber den

Datenbus entsprechend an alle angeschlossenen Module veroéffentlicht.
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Figur 26 illustriert Einzelheiten eines Datenbusses fiir Steuerinformationen. Es ist fiir viele Anwen-
dungen von Vorteil, Informationen an die Eingabe-Einrichtung 10, Merkmalsmodule 21, Ausgabe-
Einrichtung 30 und diverse Kontrolleinheiten (40) des Netzwerkes 20 von auRen zuzufihren oder
Daten Uber den aktuellen Zustand aus dem Netzwerk auszulesen (siehe Figur 1). Des Weiteren
sollen die ausgehenden Datenfliisse der verschiedenen Merkmalsmodule zusammengefihrt wer-
den. Dies geschieht vorzugsweise iber einen gemeinsamen Datenbus mit einer ,Arbiter“-Weiche.
Auf der Seite der eingehenden Daten in das Netzwerk ist es effizienter, wenn Information tber
Parameter oder andere Befehle, die immer nach einer bestimmten Anzahl an Indizes auftreten
(z.B. Wechsel der Lernrate nach einer vorgegebenen Anzahl an Aktualisierungen der latenten Zu-
standsvariablen), nicht zur richtigen Zeit von auRen zugefihrt werden missen. Dies kann zu nicht
gewilinschten Wartezeiten bis zum Eintreffen der notwendigen Information tGber den Wechsel der
Parameter fihren. Um dies zu vermeiden, kann ein internes Nachrichten-Speicher-System 44 ver-
wendet werden. Es erfasst die Anzahl der verarbeiteten Eingabe- oder Modul-Indizes und abhan-
gig davon sendet es dort abgelegte Nachrichten an die Merkmalsmodule. Ein Zufallsgenerator ver-
sorgt in diesem Fall alle Merkmalsmodule mit neuen Zufallszahlen und ein ,,Endlicher Automat”
(Finite State Machine) sorgt fiir den geordneten Ablauf und die autonome Abarbeitung einer von
aulien vorgegeben Anzahl an Aktualisierungen der latenten Zustandsvariablen und dem Einsetzen

eines optionalen online Lernens.

Mathematische Grundlagen der Datenverarbeitung

Im Folgenden werden mathematische Gleichungen fiir das Beispiel eines Netzwerkes mit vier

Merkmalsmodulen (Eingabe-Einrichtung, Ausgabe-Einrichtung und zwei Merkmalsmodule, z. B.
gemal Figur 3) prasentiert. Diese lassen sich in entsprechender Weise auf Netzwerke mit mehr
Merkmalsmodulen anwenden und verallgemeinern. Bei der Anwendung numerischer Verfahren

auftretende Parameter werden, soweit sie sich nicht aus den Daten ergeben, empirisch bestimmt.

Aktualisieren der latenten Zustandsvariablen und Lernen der Gewichte

Im Allgemeinen wird beim Aktualisieren der latenten Zustandsvariablen und Lernen der Gewichte
ein AbstandsmaR zwischen der Wahrscheinlichkeit p(sV) , welche zur Erzeugung des Index s¥ver-

wendet wird, und der Rekonstruktion p(s¥|h;) basierend auf der latenten Variable h; betrachtet

und optimiert. Ein Beispiel ist:
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Abstand = —Z Zzwu,g z p(s¥)log (Z Wu—>§(5U|i§) h(,u(ig))
© v < sU i<

wobei i einen Satz an Eingabedaten (Muster) durchnummeriert (z.B. Bilder, Zeitreihen), v alle
Merkmalsmodule sowie Eingabe- und Ausgabemodule durchnummeriert, { alle Merkmalsmodule
und Ausgabemodule durchlauft, wobei { # v gilt. sund i¢entspricht den Speicherplatzen fir la-
tente Variablen bzw. der Eingabedatenwahrscheinlichkeiten. hgjﬂ(ig) mit 0 < hw(i() <1lund
2ic hgjﬂ(ig) = 1 fur die latenten Variablen und wy, ¢ (s |i%) fir die zugeordneten Gewichte mit
0< WU_>5(SU|i§) < 1lund}w WU_>5(SU|i§) = 1.1, ¢ kann die Werte 0 oder 1 annehmen und

reprasentiert die Architektur des Netzwerkes.

Aus dem Abstand kann nun eine Regel zur Aktualisierung der latenten Zustandsvariablen mit der

Hilfe eines Gradientenverfahrens errechnet werden. In diesem Fall ist es z.B.:

7r 7r 71 0Abstand
hneuaﬂ(lg ) = hg,,ﬂ(lg ) — & h(’#(l( )W

mit €, ¢, als einem, in Abhangigkeit von der Anzahl der zu verarbeitenden Indizes veranderlichen

Parameter. Um die zu verarbeitende Information auf die aktuell beobachteten eingehenden und

verarbeiteten Indizes s} zu beschranken, wird p(s?) durch 6521& ersetzt, wobei §; ; das

Kronecker-Delta ist. Zur Erhaltung der Normierung muss
o, (€)= oo (€)Y R (i)
i¢

impliziert oder expliziert durchgefiihrt werden, um den aktualisierten Wert fiir die latente Vari-

able zu erhalten.

Das Lernen der Gewichte basiert ebenfalls auf Gradientenverfahren. Dabei wird ein multiplikati-
ves Lernverfahren durch

dAbstand
Wy (57 [E7)

W (5 1) = W (87 165) = Yangs W (7169

und ein additives Lernverfahren durch
dAbstand
e (5717

dargestellt, wobei Yurgr €IN€r Lernrate entspricht, die sich Gber die Lernschritte verandern kann.

neu v
W_Ul_>§l (S

i€) = wrgr (sVi) = Yurgs

Es wird die Normierung der Gewichte sichergestellt, so dass

i) /Z wiet (sv]i)
S'U

neu,norm (SU,

W_Ul_>§l

lgl) = W:}le_lfgl (SU,
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impliziert oder expliziert durchgefiihrt wird. Diese Lernregeln kénnen nun als Batch-Lernregel an-
gewendet werden, wobei die gesammelten Informationen tGber mehr als das aktuelle Muster i
fiir eine Aktualisierung der Gewichte verwendet werden, oder als Online-Lernregel, bei der nur

der aktuelle Index fiir eine Aktualisierung der Gewichte verwendet wird.

Beispiel-Netzwerk mit zwei Merkmalsmodulen

Die folgenden Gleichungen werden fiir ein Beispiel-Netzwerk mit einer Eingabe-Einrichtung 10
(EE) X (mit einer Eingabe-Wahrscheinlichkeitsverteilung p*(s),s = 1, ..., Ng) und einer Ausgabe-
Einrichtung 30 (AE) Y (mit den latenten Zustandsvariablen h,, ,(i),i = 1, ..., N,) beschrieben. Zwi-
schen diesen beiden Einrichtungen befinden sich zwei Merkmalsmodule MM1 (mit den latenten
Zustandsvariablen hw(i),i =1, ..., Ny1) und Merkmalsmodule MM2 (mit den latenten Zustands-
variablen hy,(i),i = 1, ..., Ny3), siehe Figur 3. Dabei nummeriert u das aktuelle Muster 7, (s),
welches gerade verarbeitet oder gelernt wird. In diesem Beispiel Netzwerk ist MM1 mit der Ein-
gabe-Einrichtung 10 EE X verbunden und MM2 ist mit der Ausgabe-Einrichtung 30 AE Y verbun-
den. Des Weiteren sind MM1 und MM2 miteinander verbunden. Es gilt

Yo pp() =1, % hy () =1, Xy () = 1 und X772 hy (D) = 1

sowie

0<p,"(5)<1,0<h,,>(0)<1,0<hy,(0) <1und0 < hy, (i) <1,

da es sich bei diesen GroBen um Wahrscheinlichkeiten handelt. Diese Wahrscheinlichkeiten wer-
den dazu verwendet, stochastisch Indizes zu erzeugen, die zum Austausch von Informationen zwi-
schen den EEs, EAs und MMs verwendet werden. Indizes erzeugt aus p,, (s) werden mit s* be-

nannt. Indizes aus h,, , (i) mit s¥, aus hy , (i) mit s* und aus hy , (i) mit s2.

Die Gewichte des Netzwerkes werden auf einem Ensemble von M Mustern (4 = 1, ..., M) von Ein-
gabedaten rﬂ(s) = 0 gelernt, die z. B. Bilder kodieren kénnen. Im Folgenden werden die Gewichte
mit w,_,, bezeichnet. Dies entspricht einem Gewichtssatz, bei dem Information von Merkmals-
modul a (dieses Modul erzeugt den Index) nach Merkmalsmodul b flieRt. In diesem einfachen Bei-
spiel gibt es die folgenden finf Gewichtssatze:

wy_1 (k|l) mit einer Dimension von Ng X Ny, und Y, wy_1(k|l) =1,0 S wy_1(k|D) <1

w12 (k|1) mit einer Dimension von Nyq X Ny, und Y wy o (k|D) =1, 0 S wq (k| <1

Wz, (k|1) mit einer Dimension von Ny, X Ny und X, wo_, (kD) = 1,0 < w,,, (k| <1

w2 (k|1) mit einer Dimension von Ny X Ny, und X w, (kD) = 1,0 <w,_,(k|]) <1

wy_1 (k|I) mit einer Dimension von Ny, X Nyqund Y woo(k|D) =1,0<w,_,(k|D) <1
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Basierend auf den Gewichten und den latenten Zustandsvariablen werden folgende fiinf ,Rekon-
struktionen” der erzeugenden Wahrscheinlichkeitsverteilung auf der Basis der latenten Zustands-

variablen der Module MM1, MM2 und AE und den jeweilig dazugehérenden Gewichten definiert:

p(s™|h1,) = D by Do (571D
p(s'hz) = D hau(Dwaa(s' 1)
P(57lhy,) = Dy Oy (521
p(s7hos) = D houwaoa (5210

p(sy|h2,u) = Z hz,u(i)wy—>2 (Syli)

Ziel ist es, einen Abstand der Rekonstruktionen und deren dazugehorigen erzeugenden Wahr-
scheinlichkeitsverteilungen zu minimieren, wobei latente Zustandsvariablen in mehreren Rekon-
struktionen gleichzeitig vorkommen kénnen. Dies koppelt die Rekonstruktionen aneinander.

Flr dieses Beispiel wird der Abstand nach der folgenden Gleichung (dhnlich einer Likelihood oder

Kullback-Leibler-Divergenz) berechnet:

Abstand = — Z (a1 Z Prp(a)log (Z wqu(ali)hl,ﬂ(i))

u

DR IOL: (Z w2q1(b|i)h1,ﬂ(i))
; i
@) pau(©)log (Z Wi (c|i)h2,u(i))
B2 ) Py u(@log (Z Wy (d|i>h2,ﬂ(i))
2 i
+ @y ) Pu,u(e)log (Z Wasy (e|i)hy,ﬂ(i)))

Dabei entspricht ﬁx#(a) der Eingabe-Wahrscheinlichkeit der Eingabe-Einrichtung. Fiir die ande-
ren drei Wahrscheinlichkeiten p, (i), P, (i) und ﬁhy,ﬂ(i) gilt, dass diese aus den ,alten” (vom
letzten Zeitschritt) latenten Zustandsvariablen bestehen, aus denen die aktuell zu bearbeitenden
Indizes erzeugt wurden. Vor jeder Aktualisierung der latenten Zustandsvariablen findet folgende
Zuweisung statt:

hl,u (l) - ﬁhl,y (l)
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hou (D) = Pry,u(D)

By () = P (D)

Dabei sind die a‘s und ’s Konstanten.

Aus dem Abstand zwischen den Rekonstruktionen und den erzeugenden Wahrscheinlichkeiten
5 wird ein Gradienten zur Optimierung fir die latenten Zustandsvariablen berechnet:

B dAbstand " P (@) wyq(alf) i p Py, u(0) wa1 (b))
ah1,u(j) ! ~ Zin—>1(a|i)h1,u(i) ! > ZiW2—>1(b|i)h1,u(i)

dAbstand Pryu(€) wisz(clf) N Pr,u (@) wy_2(dl))
57 N @ ; ; ; ;
ahz,u(]) 2 = Zi W12 (C|l)h2,ﬂ(l) 3 = Zi Wy 52 (d|l)h2,u(l)

B dAbstand o D, u(€) wooy(elf)
ahy,y(j) Y = ZiWZAy(eli)hy,y(i)

Jetzt werden die p durch die in einem Zeitschritt tatsdchlich beobachteten Indizes ersetzt, was ei-

10 ner Aktualisierung mit jedem einzelnen beobachten Index s; entspricht:

dAbstand W1 (SEL)) wao1(SE1))
") S GED @ P S GEID R ()

dAbstand wyLo(sE)) Wy 2 (Sty |J)
"oty T G0 ® P2 Sy o (57 )R n )

dAbstand Waoy (SE1))
% N - ;
ahy,ﬂ(]) Y ZiW2—>y(S1_? |l)hy,ﬂ(l)

Daraus folgen Aktualisierungsregeln fiir eine nicht normierte Version latenten Zustandsvariablen:

Wioa (SEI) Pau () oo (SE[J) haw ()
Zin—q(StJ-{”)hl'u(i) 1 ZiW2—>1(Stg|i)h1_u(i)

15 hY5*() =hy, () +ay
W1—>2(S1_} |])h2,y(]) +ﬂ Wy—>2(s1_?/ |])h2,y(])
ZiW1—>2(51_}|i)h2,u(i) 2 ZiWyaz(Styh)hz,u(i)

W2—>y(s1_? |l) hy,ﬂ(j)
Y ZiWZAy(Sgli)hy,ﬂ(i)

Diese Zwischenform der latenten Zustandsvariablen hNe”(j) wird dann noch normalisiert
hNeu,Norm(j) — hNeu(j)/ZihNeu(i) .

20 Dies ist vorgesehen, um die Wahrscheinlichkeitseigenschaften der latenten Zustandsvariablen zu

hyt () = ho () + a2

W () = hyu (D +

erhalten, die fiir die stochastische Erzeugung der Indizes bendtigt wird.

Es ist ersichtlich, dass jedes hN¢%NoT™ () nur von den eingehenden Indizes abhéngt, was die in-
ternen Berechnungen jedes Merkmalsmoduls von den anderen Merkmalsmodulen vollstéandig iso-
25 liert. Die Merkmalsmodule gehen in einen angepassten Zustand relativ zu den Merkmalsmodulen

von denen diese Indizes zugesendet bekommen.
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In der Anwendung hat sich gezeigt, dass die einzelnen Indizes nacheinander abgearbeitet werden

kénnen, was zu einer deutlich vereinfachten Berechnung fihrt:

A (SEI) e O
(hl.uo‘)ml weon( ;,I{ )l 1'““,)
hNeu,Norm(-) — Zin—>1( t | )h1,u(l)
Ly J 1+a,

20 _
(hl'u(j)+ﬁ1 w2—>1(5t I]) e )

ZiW2—>1(S1_?|i)h1,u(i)

5 hll\{zu,Norm (]) —

1+,
, W1—>2(S1_}|j)h2u(]') )
hyu() +a i
hNeu,Norm(.) — < 2k J 2 ZiW1—>2 (Sgll)hzjy_(l)
2 J 1+a,
. w —>2(S1_?/|j)h2y(j)
h,, () + B2 z P —
hNeu,Norm(-) _ < # ZiWy_>2(531|l)h2,ﬂ(l)
e T 1+5;
. W2—>y(s1_? |l) hy,y(j) >
h + a - -
T (1004 & o et
Vit (=

1+ay

10 Eine ahnliche Gradienten-Berechnung kann nun auch fir die finf Gewichtssatze durchgefiihrt
werden:

dAbstand p\x,u (Cl) Wx—>1(a |])
- =a . .
owy_q(al)) ~ ! X w1 (@lDhy ()

B dAbstand " Pr, (@) wiz(alf)
w2 (alj) 2 - Yiwisz(alidhy, (D)

dAbstand Dh,ul@) wooy(alf)

A N« - -
aW2—>y(a|]) Y m ZiWZAy(all)hy,y(l)

dAbstand Pr,,u(@) wyz(alj)

15 T wya@l) P Ly @D,

B dAbstand Pr,u@) woq(alf)
dw,_1(alj) ! - Xiwzsq(aldhy , (D)

Hieraus kann man verschiedene Lernregeln herleiten. Zunachst zwei Online-Lernregeln (also Ler-

nen mit jeweils einem Index).

20  Additive Online-Lernregel:

hy,u ()
Tiwyor (SF DRy ()

wrSt(SE) = waent SEID + 74
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ha,u(J)
Ziwioa (S |E)hou®

wiS (st) = wio (SEH) + 72

Neu( 21 — 2|i Ly )
W2—>y (St |]) W2_>y (St |]) + V3 Zl W2—>37(St | )hy M(l)
Neu hz,u(l)

y
yi(s2 ) = wyoa (s 1)+ S

hy,u())
iwao (SE[E)Ra (D)

Neu

we St (1)) = was1 (SE1)) + ¥s

Multiplikative Online-Lernregel:

Wx—>1(s1_e€|j) hl,u(j)
Zi W (S¢ | Dha,u (D)
W1—>2(S1_} |J) ha,u(j)
Ziwioo(SE|E)ho )

2—>y(51.? ) ny.ut
I (4 A TING)
Wy—>2(51_?/|j) ho ()
Yi y—>2(St | )hz u(l)
W2—>1(S1_? |J) hyu()
iwao (SE[E)Ra (D)

Neu

Wy St (SE) = wyo1 (SF1J) + 71

wi Y (st 1)) = wio, (st + 12

10 szl;(slg |]) = W2—>y(st |]) +73

Neu

Wy2 (Sty |J) Wy 2 (St |J) + Vs

Wévilf(SE ) = W2—>1(51_? 1) +vs

Nach jedem Lernschritt (Multiplikative oder Additive Lernregel) werden die Gewichte normiert:

Neu Norm ;cvglf (S |])
15 Wyt ( | ) < . Neurol~
Z x—>1 (rlj)
eu :
oS
wivewNorm (o _ WN_UD
Lrwisy (rl)
WNeu Norm( | ) _ Neu(slj)
2=y Y wiei(rlj)
Neu(Sl])
Nsu Norm( | ) Wy 2
W2 > wiles (rl))
WNeu Norm( | ) ﬂ
2t Yrwist(rl))

20
Diese Lernregeln haben unterschiedliche Eigenschaften, wobei vorzugsweise getestet wird, wel-
che am besten bei welchem Problem funktioniert. Beide Online-Lernregeln wurden erfolgreich

zum Lernen von 4Bit Booleschen Parity-Funktionen angewendet.
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AuBerdem kann man Batch-Lernregeln (ein Ensemble an Mustern und mehrere Indizes pro Mus-

dAbstand

dwys(alf)

ter) mit Hilfe des Gradienten — aufstellen, wie z.B. als multiplikative Batch-Lernregel:

M(S) wy1(s[hq u(])
2iWxs1(slihy u(l)

p
WS 1) = 1w (51D + Z :

M(S) wy2(s1j) hy u(])
Zl Wiz (5|l)h2 y(l)

wiSS(s1) = np wisy(s1) + ¢ Z P

phz,u (S) Wasy (S |])hy,y(l)
Zi Wasy (Sli)hy,y(i)

5 Wévj; (Slj) =13 W2—>y(5|j) + ¢3

ﬁhy,u (S) Wy, 52 (S |]) hz,y(i)
Zi Wy 2 (Sli)hz,y(i)

Neu

wy S5 (1) = 14 wyoo(s1j) + ¢y

eur N , ﬁhz,y(s)WZ—A(Slj)hl,y(i)
W (s1J) = ns waor (s1) + ¢SZ I

wobei die ’s und ¢’s Lernraten entsprechen und wieder, nach jedem Lernschritt, eine Normali-

sierung erfolgen muss:

10 NeuNorm( | ) ;Cvglf(slj)
e Z-wii (rl))
e sy = EEEU)
ZrwiS(rl)
Neu
éVeu Norm( | ) WZ—W(SU)
y Wi (rl))
Neu
Nelzl Norm (g j) = L(SU)
Wy = Wi (rl))
WNeu Norm( | ) ﬂ
2t ZrwylSt(rl)
15
Anstatt der hier gezeigten multiplikativen Batch-Lernregen kann man analog auch Lernregeln ba-
sierend auf moderneren Lernverfahren wie Adam [20] oder L4 [21] aufsetzen.
Das hier gezeigte Batch-Lernen hat sich bei Deep-Convolutional Netzwerken als besonders niitz-
20 lich erwiesen. Z.B. konnte von den Erfindern erfolgreich ein Deep-Convolutional Netzwerk zur Er-

kennung von handgeschriebenen Ziffern trainiert (gelernt) werden. Dabei wurde die hier gezeigte

multiplikative Batch-Lernregel erfolgreich angewandt.
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Es hat sich auch als vorteilhaft erwiesen, das Netzwerk schichtweise vorzulernen, wobei der Zu-
stand der vorangegangenen Schichten zunachst unverdndert gehalten wird und erst danach unter

der vollen Dynamik zu Ende zu lernen.

Um aus der latenten Zustandsvariable hy,ﬂ(i) eine Klassifizierung zu berechnen gibt es mehrere
Moglichkeiten. Zum Beispiel kann man
Klasse = argmax; h,, (i)

verwenden, wobei der Zusammenhang zwischen Klasse und i wahrend des Lernens des Netwerks
festgelegt wurde. Oder analog kann man die von der Ausgabe-Einrichtung erzeugten Indizes nach
ihrer Quelle sortiert zahlen, und anschlielend die Quelle mit der maximalen Aktivitat als Klasse
wahlen. In beiden Varianten kann es von Vorteil sein, nach dem Einschwingen der Dynamik der
latenten Zustandsvariablen, Fluktuationen herauszumittlen. Es kénnen auch komplizierte Verfah-
ren (z.B. Klassifikatoren wie Nearest-Neighbor, Support-Vector Maschinen oder Perceptron-Netz-

werke) aus dem Maschinenlernen Bereich zum Einsatz kommen.

Die in der vorstehenden Beschreibung, den Zeichnungen und den Anspriichen offenbarten Merk-
male der Erfindung kénnen sowohl einzeln als auch in Kombination oder Unterkombination fir
die Verwirklichung der Erfindung in ihren verschiedenen Ausgestaltungen von Bedeutung sein. Die
Erfindung ist nicht auf die oben beschriebenen bevorzugten Ausfithrungsformen beschrankt. Viel-
mehr ist eine Vielzahl von Varianten und Abwandlungen méglich, die ebenfalls von dem Erfin-
dungsgedanken Gebrauch machen und deshalb ebenfalls in den Schutzbereich fallen. Dariiber
hinaus beansprucht die Erfindung auch Schutz fir den Gegenstand und die Merkmale der Unter-

anspriiche unabhéngig von den in Bezug genommenen Merkmalen und Anspriichen.
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22068/PCT Hz

Anspriiche

1. Datenverarbeitungsvorrichtung (100), die zur Abbildung von Eingabedaten r(s) auf Aus-
gabedaten konfiguriert ist, umfassend
(a) eine Eingabe-Einrichtung (10), die zur Aufnahme der Eingabedaten r(s), Erzeugung einer Ein-
gabe-Wahrscheinlichkeitsverteilung p*(s) der Eingabedaten und Erzeugung einer stochastischen
Reprasentation der Eingabedaten in Gestalt einer Sequenz von Eingabe-Indizes eingerichtet ist,
wobei jeder Eingabe-Index eine stochastisch ermittelte Position innerhalb der Eingabe-Wahr-
scheinlichkeitsverteilung p*(s) reprasentiert,
(b) mindestens ein Netzwerk (20) aus mindestens zwei Merkmalsmodulen (21), die Gber Daten-
verbindungen (22) miteinander gekoppelt sind, wobei mindestens eines der Merkmalsmodule
(21) Gber eine Datenverbindung (22) mit der Eingabe-Einrichtung (10) gekoppelt ist, wobei
(b1) jedes Merkmalsmodul (21) eine Vielzahl von Zustandsvariablen-Speicherplatzen (23),
denen jeweils eine Vielzahl von Gewichte-Speicherplédtzen (24) zugeordnet ist, eine Viel-
zahl von Index-Speicherplatzen (25) und eine Recheneinheit (26) umfasst,
(b2) die Zustandsvariablen-Speicherplatze (23) zur Speicherung von normierten latenten
Zustandsvariablen h; und die Gewichte-Speicherplatze (24) zur Speicherung von Gewich-
ten p(s|i), die den latenten Zustandsvariablen h; zugeordnet sind, eingerichtet sind,
(b3) die Eingabe-Einrichtung (10) zum Senden der Sequenz von Eingabe-Indizes an das
mindestens eine mit der Eingabe-Einrichtung (10) gekoppelte Merkmalsmodul (21) einge-
richtet ist,
(b4) jedes Merkmalsmodul (21) zum Senden einer Sequenz von Modul-Indizes an die mit
diesem Merkmalsmodul (21) gekoppelten Merkmalsmodule (21) eingerichtet ist, wobei
jeder Modul-Index basierend auf einer Merkmalsmodul-Wahrscheinlichkeitsverteilung h;
des jeweils sendenden Merkmalsmoduls eine stochastisch ermittelte Position eines Zu-
standsvariablen-Speicherplatzes ist,
(b5) die Index-Speicherplatze (25) jedes Merkmalsmoduls zur Speicherung von empfange-
nen Eingabe- oder Modul-Indizes eingerichtet sind, und
(b6) die Recheneinheit (26) jedes Merkmalsmoduls dazu eingerichtet ist, die latenten Zu-
standsvariablen h; und die zugeordneten Gewichte p(s|i), die in dem Merkmalsmodul (21)
gespeichert sind, durch Anwendung einer numerischen Optimierung basierend auf den
Werten in den Index-Speicherplédtzen (25) schrittweise so zu verandern, dass fir alle di-

rekt miteinander gekoppelten Merkmalsmodule (21) wechselweise die Merkmalsmodul-
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Wahrscheinlichkeitsverteilung Y; p(s|i)h; des einen Merkmalsmoduls an die latenten Zu-
standsvariablen h, des jeweils anderen Merkmalsmoduls angepasst ist und die Merkmals-
modul-Wahrscheinlichkeitsverteilung Y.; p (s|i)h; des mindestens einen, mit der Eingabe-
Einrichtung (10) gekoppelten Merkmalsmoduls an die Eingabe-Wahrscheinlichkeitsvertei-
lung p*(s) angepasst ist, und
(c) eine Ausgabe-Einrichtung (30), die mit mindestens einem Merkmalsmodul (21) des Netzwerks
(20) tiber eine Datenverbindung (22) gekoppelt und zur Bereitstellung der Ausgabedaten einge-

richtet ist.

2. Datenverarbeitungsvorrichtung gemaf Anspruch 1, bei der

- die Eingabe-Einrichtung (10) mindestens ein Eingabe-Merkmalsmodul (21) umfasst, das wie die
Gbrigen Merkmalsmodule (21) mit einer Vielzahl von Zustandsvariablen-Speicherplatzen (23) und
einer Recheneinheit (26) aufgebaut ist, wobei die Recheneinheit (26) zur Erzeugung der Eingabe-
Wahrscheinlichkeitsverteilung p*(s) der Eingabedaten und die Zustandsvariablen-Speicherplatze

(23) zur Speicherung der Eingabe-Wahrscheinlichkeitsverteilung p*(s) eingerichtet sind.

3. Datenverarbeitungsvorrichtung gemal einem der vorherigen Anspriiche, die fir einen
Lernmodus und fir einen Anwendungsmodus eingerichtet ist, wobei

- im Lernmodus die Eingabe-Einrichtung (10) zur Aufnahme vorbekannter Lern-Eingabedaten, die
Ausgabe-Einrichtung (30) zur Aufnahme vorbekannter Lern-Ausgabedaten, die den Lern-Eingabe-
daten zugeordnet sind, und das Netzwerk (20) aus Merkmalsmodulen (21) fir das Aktualisieren
der latenten Zustandsvariablen h; und das Lernen der zugeordneten Gewichte p(s|i), mit denen
die Lern-Eingabedaten auf die Lern-Ausgabedaten abgebildet werden, eingerichtet sind, und

- im Anwendungsmodus die Eingabe-Einrichtung (10) zur Aufnahme von Anwendungs-Eingabeda-
ten und die Ausgabe-Einrichtung (30) zur Ausgabe von Anwendungs-Ausgabedaten, die den An-
wendungs-Eingabedaten zugeordnet und durch die Merkmalsmodule (21) des Netzwerks (20) mit
den aktualisierten latenten Zustandsvariablen h; und zugeordneten gelernten Gewichten p(s|i)

ermittelt sind, eingerichtet sind.

4. Datenverarbeitungsvorrichtung gemals den Anspriichen 2 und 3, bei der
- die Eingabe-Einrichtung (10) zusatzlich mindestens ein Lerneingabe-Merkmalsmodul (12) um-
fasst, das im Lernmodus mit dem mindestens Netzwerk (20) aus mindestens zwei Merkmalsmo-

dulen (21) gekoppelt und im Anwendungsmodus von dem mindestens Netzwerk (20) getrennt ist.
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5. Datenverarbeitungsvorrichtung gemaR einem der vorherigen Anspriiche, bei der

- die Merkmale der Eingabedaten r(s) Bildmerkmale, Audiomerkmale, Sprachmerkmale, Sensor-
merkmale, Signalmerkmale, 6konomische Zeitreihen, Verhaltensdaten, Zustandsmerkmale eines
biologischen Organismus, Zustandsmerkmale eines natiirlichen Systems, physikalische GréfRen,

chemische Parameter und/oder Zustandsmerkmale einer technischen Einrichtung umfassen.

6. Datenverarbeitungsvorrichtung gemaf einem der vorherigen Anspriiche, umfassend

- eine Konfigurationseinrichtung (41), mit der eine Netzwerkkonfiguration einstellbar ist, welche
die Anzahl der Merkmalsmodule, die Anzahl von Zustandsvariablen-Speicherplatzen (23) jedes
Merkmalsmoduls, die Anzahl von Gewichte-Speicherplatzen (24), die jeweils einem Zustandsvari-
ablen-Speicherplatz zugeordnet sind, die Anzahl von Index-Speicherplatzen (25) jedes Merkmals-

moduls und/oder die Datenverbindungen (22) zwischen Merkmalsmodulen (21) umfasst.

7. Datenverarbeitungsvorrichtung gemaR Anspruch 6, umfassend

- die Konfigurationseinrichtung (41) fir eine iterative Einstellung der Netzwerkkonfiguration ein-
gerichtet ist, bei der die Anzahl der Merkmalsmodule (21) und die Anzahl der Zustandsvariablen-
Speicherplatze (23) jedes Merkmalsmoduls schrittweise erhdht werden, bis die Leistung der Abbil-

dung der Eingabedaten auf die Ausgabedaten einem vorbestimmten Betriebskriterium entspricht.

8. Datenverarbeitungsvorrichtung gemal Anspruch 6 oder 7, bei der

- mindestens ein Reserve-Merkmalsmodul (21) vorgesehen ist, das keine Datenverbindung (22)
mit dem Netzwerk (20) aus Merkmalsmodulen (21) aufweist, und

- die Konfigurationseinrichtung (41) zur Herstellung mindestens einer Datenverbindung (22) des
mindestens einen Reserve-Merkmalsmoduls mit dem Netzwerk (20) aus Merkmalsmodulen (21)

eingerichtet ist.

9. Datenverarbeitungsvorrichtung gemaR einem der vorherigen Anspriiche, bei der

- das Netzwerk (20) aus Merkmalsmodulen (21) ein geschichtetes Netzwerk (20), insbesondere
Deep Convolutional Network (DCN), mit mehreren Schichten (50 - 57) aus Merkmalsmodulen (21)
umfasst, bei dem Merkmalsmodule (21) innerhalb einer Schicht gemeinsame Gewichte haben, die

den latenten Zustandsvariablen h; zugeordnet sind.
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10. Datenverarbeitungsvorrichtung gemal Anspruch 9, bei der

- das geschichtete Netzwerk (20) fiir einen schichtbasierten Lernmodus eingerichtet ist, wobei die
Schichten von der Eingabe-Einrichtung beginnend fiir ein Aktualisieren der latenten Zustandsvari-
ablen h; und ein Lernen der zugeordneten Gewichte p(s|i) derart eingerichtet ist, dass die Lern-

Eingabedaten auf die Lern-Ausgabedaten abgebildet werden.

11. Datenverarbeitungsvorrichtung gemal Anspruch 9, bei der

- das geschichtete Netzwerk (20) fiir einen uniiberwachten, schichtbasierten Lernmodus einge-
richtet ist, wobei die Schichten von der Eingabe-Einrichtung beginnend bis zu einer vorletzten
Schicht vor der Ausgabe-Einrichtung aufeinanderfolgend fiir eine Ermittlung der latenten Zu-
standsvariablen h; und der zugeordneten Gewichte p(s|i) ohne Berticksichtigung der Lern-Ausga-
bedaten eingerichtet sind und eine letzte Schicht vor der Ausgabe-Einrichtung fiir eine Ermittlung
der latenten Zustandsvariablen h; und der zugeordneten Gewichte p(s|i) mit einer Berlcksichti-

gung der Lern-Ausgabedaten eingerichtet ist.

12. Datenverarbeitungsvorrichtung gemal Anspruch 9, bei der
- das geschichtete Netzwerk (20) fiir einen Gberwachten, schichtbasierten Lernmodus eingerichtet
ist, bei dem basierend auf dem aktuellen Lernfehler die Gewichte p(s|i) ausgewahlter Module rei-

nitialisiert werden.

13. Datenverarbeitungsvorrichtung gemaf einem der vorherigen Anspriiche, bei der
- die Recheneinheit (26) jedes Merkmalsmodul (21) dazu eingerichtet ist, die numerische Optimie-
rung basierend auf einem probabilistischen Ziel-Mal3, insbesondere der Log-Likelihood, der Kull-

bach-Leibler-Divergenz oder Kombinationen von Vektornormen, auszufihren.

14. Datenverarbeitungsvorrichtung gemaR einem der vorherigen Anspriiche, bei der

- die Ausgabe-Einrichtung (30) mindestens ein Ausgabe-Merkmalsmodul (21) umfasst, das wie die
Gbrigen Merkmalsmodule (21) mit einer Vielzahl von Zustandsvariablen-Speicherplatzen (23), ei-
ner Vielzahl von Index-Speicherpldtzen (25) und einer Recheneinheit (26) aufgebaut ist, wobei die
latenten Zustandsvariablen des mindestens einen Merkmalsmoduls oder davon abgeleitete Gro-

Ren als Ausgabedaten ausgegeben werden.
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15. Datenverarbeitungsvorrichtung gemaR einem der vorherigen Anspriiche, bei der
- die Ausgabe-Einrichtung (30) einen Klassifikator, insbesondere basierend auf Perzeptrons oder
einer Support-Vector-Maschine, umfasst, der auf der Basis der latenten Zustandsvariablen von

Merkmalsmodulen (21) operiert, mit denen die Ausgabe-Einrichtung (30) gekoppelt ist.

16. Datenverarbeitungsvorrichtung gemaR einem der vorherigen Anspriiche, die umfasst
- ein modulares System mit mindestens zwei integrierten Schaltungen, die jeweils ein Netzwerk

(20) aus Merkmalsmodulen (21) umfassen.

17. Datenverarbeitungsvorrichtung gemaR einem der vorherigen Anspriiche, bei der

- die Eingabedaten als Ergebnis von Messungen, Beobachtungen, Informationssammlungen oder
numerischen Verfahren vorliegen, und

- die Datenverarbeitungsvorrichtung konfiguriert ist, die Ausgabedaten aus den Eingabedaten zu

ermitteln.

18. Datenverarbeitungsverfahren, das zur Abbildung von Eingabedaten r(s) auf Ausgabeda-
ten konfiguriert ist, umfassend die Schritte
(51) Aufnahme der Eingabedaten r(s), Erzeugung einer Eingabe-Wahrscheinlichkeitsverteilung
p*(s) der Eingabedaten und Erzeugung einer stochastischen Reprasentation der Eingabedaten in
Gestalt einer Sequenz von Eingabe-Indizes eingerichtet ist, mit einer Eingabe-Einrichtung (10), wo-
bei jeder Eingabe-Index eine stochastisch ermittelte Position innerhalb der Eingabe-Wahrschein-
lichkeitsverteilung p*(s) reprasentiert,
(S2) Betreiben mindestens eines Netzwerks (20) aus mindestens zwei Merkmalsmodulen (21), die
Uber Datenverbindungen (22) miteinander gekoppelt sind, wobei mindestens eines der Merkmals-
module (21) tGber eine Datenverbindung (22) mit der Eingabe-Einrichtung (10) gekoppelt ist, wo-
bei
jedes Merkmalsmodul (21) eine Vielzahl von Zustandsvariablen-Speicherplétzen (23), de-
nen jeweils eine Vielzahl von Gewichte-Speicherplatzen (24) zugeordnet ist, eine Vielzahl
von Index-Speicherplatzen (25) und eine Recheneinheit (26) umfasst,
die Zustandsvariablen-Speicherplatze (23) normierte latente Zustandsvariablen h; und die
Gewichte-Speicherpldtze (24) Gewichte p(s|i) speichern, die den latenten Zustandsvariab-
len h; zugeordnet sind,
(52.1) die Eingabe-Einrichtung (10) die Sequenz von Eingabe-Indizes an das mindestens

eine mit der Eingabe-Einrichtung (10) gekoppelte Merkmalsmodul (21) sendet,
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(52.2) jedes Merkmalsmodul (21) eine Sequenz von Modul-Indizes an die mit diesem
Merkmalsmodul (21) gekoppelten Merkmalsmodule (21) sendet, wobei jeder Modul-In-
dex basierend auf einer Merkmalsmodul-Wahrscheinlichkeitsverteilung h; des jeweils
sendenden Merkmalsmoduls eine stochastisch ermittelte Position eines Zustandsvariab-
len-Speicherplatzes reprasentiert,
(52.3) die Index-Speicherplatze (25) jedes Merkmalsmoduls empfangene Eingabe- oder
Modul-Indizes speichern, und
(52.4) die Recheneinheit (26) jedes Merkmalsmoduls die latenten Zustandsvariablen h;
und die zugeordneten Gewichte p(s|i), die in dem Merkmalsmodul (21) gespeichert sind,
durch Anwendung einer numerischen Optimierung basierend auf den Werten in den In-
dex-Speicherplatzen (25) schrittweise verandert, dass fir alle direkt miteinander gekop-
pelten Merkmalsmodule (21) wechselweise die Merkmalsmodul-Wahrscheinlichkeitsver-
teilung Y; p(s|i)h; des einen Merkmalsmoduls an die latenten Zustandsvariablen h; des
jeweils anderen Merkmalsmoduls angepasst ist und die Merkmalsmodul-Wahrscheinlich-
keitsverteilung Y;; p(s|i)h; des mindestens einen, mit der Eingabe-Einrichtung (10) gekop-
pelten Merkmalsmoduls an die Eingabe-Wahrscheinlichkeitsverteilung p*(s) angepasst ist,
und

- (S3) Bereitstellung der Ausgabedaten mit einer Ausgabe-Einrichtung (30), die mit mindestens ei-

nem Merkmalsmodul (21) des Netzwerks (20) tiber eine Datenverbindung (22) gekoppelt ist.

19. Datenverarbeitungsverfahren gemaf Anspruch 18, bei dem

- die Eingabe-Einrichtung (10) mindestens ein Eingabe-Merkmalsmodul (21) umfasst, das wie die
Gbrigen Merkmalsmodule (21) mit einer Vielzahl von Zustandsvariablen-Speicherplédtzen (23) und
einer Recheneinheit (26) aufgebaut ist, und

- die Recheneinheit (26) die Eingabe-Wahrscheinlichkeitsverteilung p*(s) der Eingabedaten er-
zeugt und die Zustandsvariablen-Speicherpldtze (23) die Eingabe-Wahrscheinlichkeitsverteilung

p*(s) speichern.

20. Datenverarbeitungsverfahren gemaf} einem der Anspriiche 18 bis 19, bei dem

ein Lernmodus oder ein Anwendungsmodus ausgefiihrt wird, wobei

- im Lernmodus die Eingabe-Einrichtung (10) vorbekannte Lern-Eingabedaten aufnimmt, die Aus-

gabe-Einrichtung (30) vorbekannter Lern-Ausgabedaten aufnimmt, die den Lern-Eingabedaten zu-
geordnet sind, und das Netzwerk (20) aus Merkmalsmodulen (21) die latenten Zustandsvariablen

h; aktualisiert und die zugeordneten Gewichte p(s|i) lernt, mit denen die Lern-Eingabedaten auf

die Lern-Ausgabedaten abgebildet werden, und
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- im Anwendungsmodus die Eingabe-Einrichtung (10) Anwendungs-Eingabedaten aufnimmt und
die Ausgabe-Einrichtung (30) Anwendungs-Ausgabedaten ausgibt, die den Anwendungs-Eingabe-
daten zugeordnet und durch die Merkmalsmodule (21) des Netzwerks (20) mit den aktualisierten

latenten Zustandsvariablen h; und zugeordneten gelernten Gewichten p(s|i) ermittelt sind.

21. Datenverarbeitungsverfahren gemafl Anspruch 20, bei dem
- die Eingabe-Einrichtung (10) zusatzlich mindestens ein Lerneingabe-Merkmalsmodul (21) um-
fasst, das im Lernmodus mit dem mindestens Netzwerk (20) aus mindestens zwei Merkmalsmo-

dulen (21) gekoppelt und im Anwendungsmodus von dem mindestens Netzwerk (20) getrennt ist.

22. Datenverarbeitungsverfahren gemaR einem der Anspriiche 18 bis 21, bei dem

- die Merkmale der Eingabedaten r(s) Bildmerkmale, Audiomerkmale, Sprachmerkmale, Sensor-

merkmale, Signalmerkmale, 6konomische Zeitreihen, Verhaltensdaten, Zustandsmerkmale eines
biologischen Organismus, physikalische GroRen, chemische Parameter und/oder Zustandsmerk-

male einer technischen Einrichtung umfassen.

23. Datenverarbeitungsverfahren gemaR einem der Anspriiche 18 bis 22, mit dem Konfigu-
rationsschritt

- Einstellung einer Netzwerkkonfiguration mit einer Konfigurationseinrichtung (41), welche die An-
zahl der Merkmalsmodule, die Anzahl von Zustandsvariablen-Speicherplatzen (23) jedes Merk-
malsmoduls, die Anzahl von Gewichte-Speicherplatzen (24), die jeweils einem Zustandsvariablen-
Speicherplatz zugeordnet sind, die Anzahl von Index-Speicherplatzen (25) jedes Merkmalsmoduls

und/oder die Datenverbindungen (22) zwischen Merkmalsmodulen (21) umfasst.

24. Datenverarbeitungsverfahren gemaf Anspruch 23, bei dem

- die Einstellung der Netzwerkkonfiguration iterativ erfolgt, wobei bei die Anzahl der Merkmals-
module (21) und die Anzahl der Zustandsvariablen-Speicherplatze (23) jedes Merkmalsmoduls
schrittweise erhdht werden, bis die Leistung der Abbildung der Eingabedaten auf die Ausgabeda-

ten einem vorbestimmten Betriebskriterium entspricht.

25. Datenverarbeitungsverfahren gemaf Anspruch 23 oder 24, bei dem
- der Konfigurationsschritt wahrend der Abbildung der Eingabedaten r(s) auf die Ausgabedaten
erfolgt und die Herstellung mindestens einer Datenverbindung (22) von mindestens einem Re-

serve-Merkmalsmodul (21) mit dem Netzwerk (20) aus Merkmalsmodulen (21) umfasst.

47



10

15

20

25

30

35

WO 2020/089287 PCT/EP2019/079645

26. Datenverarbeitungsverfahren gemaR einem der Anspriiche 18 bis 25, bei dem

- das Netzwerk (20) aus Merkmalsmodulen (21) ein geschichtetes Netzwerk (20), insbesondere
Deep Convolutional Network (DCN), mit mehreren Schichten aus Merkmalsmodulen (21) umfasst,
bei dem Merkmalsmodule {(21) innerhalb einer Schicht gemeinsame Gewichte haben, die den la-

tenten Zustandsvariablen h; zugeordnet sind.

27. Datenverarbeitungsverfahren gemaf Anspruch 26, bei dem

- das geschichtete Netzwerk (20) einen schichtbasierten Lernmodus ausfiihrt, wobei die Schichten
von der Eingabe-Einrichtung beginnend die latenten Zustandsvariablen h; aktualisieren und die
zugeordneten Gewichte p(s|i) lernen, so dass die Lern-Eingabedaten auf die Lern-Ausgabedaten

abgebildet werden.

28. Datenverarbeitungsverfahren gemaf Anspruch 26, bei dem

- das geschichtete Netzwerk (20) fiir einen uniberwachten, schichtbasierten Lernmodus ausfuhrt,
wobei die Schichten von der Eingabe-Einrichtung beginnend bis zu einer vorletzten Schicht vor der
Ausgabe-Einrichtung aufeinanderfolgend unabhangig von den Lern-Ausgabedaten die latenten
Zustandsvariablen h; aktualisieren und die zugeordneten Gewichte p(s|i) lernen und eine letzte
Schicht vor der Ausgabe-Einrichtung unter Bertcksichtigung der Lern-Ausgabedaten die latenten

Zustandsvariablen h; aktualisiert und die zugeordneten Gewichte p(s|i) lernt.

29. Datenverarbeitungsverfahren gemaf Anspruch 26, bei dem
- das geschichtete Netzwerk (20) einen tiberwachten, schichtbasierten Lernmodus ausfihrt, bei
dem basierend auf dem aktuellen Lernfehler die Gewichte p(s|i) ausgewahlter Module reinitiali-

siert werden.

30. Datenverarbeitungsverfahren gemafd einem der Anspriiche 18 bis 29, bei dem
- die Recheneinheit (26) jedes Merkmalsmodul (21) die numerische Optimierung basierend auf
einem probabilistischen Ziel-Maf, insbesondere der Log-Likelihood, der Kullbach-Leibler-Diver-

genz oder Kombinationen von Vektornormen, ausfihrt.

31. Datenverarbeitungsverfahren gemaf einem der Anspriiche 18 bis 30, bei dem

- die Ausgabe-Einrichtung (30) mindestens ein Merkmalsmodul (21) umfasst, das wie die Gbrigen
Merkmalsmodule (21) mit einer Vielzahl von Zustandsvariablen-Speicherplatzen (23) und einer
Recheneinheit (26) aufgebaut ist, wobei die latenten Zustandsvariablen des mindestens einen

Merkmalsmoduls oder davon abgeleitete GrofRen als Ausgabedaten ausgegeben werden.
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32. Datenverarbeitungsverfahren gemafd einem der Anspriiche 18 bis 31, bei dem
- die Ausgabe-Einrichtung (30) einen Klassifikator, insbesondere basierend auf Perzeptrons oder
einer Support-Vector-Maschine, umfasst, der auf der Basis der latenten Zustandsvariablen von

Merkmalsmodulen (21) operiert, mit denen die Ausgabe-Einrichtung (30) gekoppelt ist.

33. Datenverarbeitungsverfahren gemaf} einem der Anspriiche 18 bis 32, bei dem
- die Eingabedaten als Ergebnis von Messungen, Beobachtungen, Informationssammlungen oder

numerischen Verfahren vorliegen und die Ausgabedaten aus den Eingabedaten ermittelt werden.

34. Computerprogrammprodukt, das auf einem Computer-lesbaren Speichermedium ge-
speichert und zur Ausfiihrung eines Verfahrens gemal} einem der Anspriiche 18 bis 33 eingerich-

tet ist.

35. Computer-lesbares Speichermedium, auf dem ein Computerprogrammprodukt gespei-

chert ist, das zur Ausfithrung des Verfahrens gemafl einem der Anspriiche 18 bis 33 eingerichtet

ist.
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